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RESUMO

Nos últimos 5 anos, no Brasil, em média 200 pessoas desaparecem por dia. Quando uma pessoa desa-
parece, as autoridades policiais realizam um levantamento a respeito da aparência da pessoa em questão
e resulta em uma fotografia para a divulgação de desaparecimento ou em um retrato falado. Com o pas-
sar do tempo, esses registros fotográficos se tornam desatualizados por conta do envelhecimento natural,
principalmente em caso de crianças desaparecidas. Existem diversas técnicas de progressão de idade para
acompanhar essas mudanças. No Brasil, a legislação obriga a atualização de imagens de progressão de
idade para todos os desaparecidos. Para aqueles com menos de 18 anos com uma frequência a cada três
anos e após 18 anos, a cada cinco anos. Porém, existem vários fatores que dificultam esse processo de
atualização dessas imagens, como volume de imagens e ausência de um banco de dados unificado. Para
estes problemas, automação utilizando aprendizado de máquina pode ser uma alternativa adicional, mais
especificamente, utilização das Redes Neurais Adversárias (GANs). Para isso, é necessário um banco de
dados padronizado dos cidadãos brasileiros nesta situação de desaparecimento. Apesar de existir uma lei
que institui a unificação dessas informações de desaparecidos, incluindo imagens, o Governo Brasileiro e
os órgãos envolvidos neste processo ainda estão longe de atingir o resultado final do que a lei impõe. Este
trabalho demonstra como forças de segurança pública Brasileiras lidam com dados de pessoas desapareci-
das, e realça a importância e a urgência da existência de um banco de dados unificado. Adicionalmente,
demonstra como a utilização de novas técnicas de manipulação de imagem, incluindo as Redes Neurais,
podem auxiliar forças policias durante a investigação de crianças e jovens desaparecidos. Foi possível de-
monstrar como a informação é disseminada pelo país de acordo com cada estado. Adicionalmente, obter
resultados promissores em questão de acurácia entre imagens manipuladas por redes neurais e criar um
banco de imagens de vítimas brasileiras.

ABSTRACT

Within the last five year, in Brazil, an average of 200 people disappeared per day. When someone disap-
pears, the policial authorities make a research about the person’s physical appearance. This research may
result in a photography for divulgation purposes about the persons’s missing or a police sketch. Through
the pass of time, theses portraits get outdated due to aging, specially in cases of missing children. There is
a multitude of techniques for age progressing of all of the missing people. Brazilian’s legislation demands
an update of the images of age progressing for all of the missing people. For those who are less than 18
years-old the update must be made every three year, and after 18 years-old every five years. However,
there are a lot of factors that make this procedure difficult such as the volume of images and the absence
of a database. These problems may be approached by using automation through machine’s learning, more
specifically using Generative Adversarial Networks (GANs). For this purpose, a data bank of missing Bra-
zilian citizens would be necessary. Even though there is Brazilian legislation instituting the unification of
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missing people’s information, including images, the Brazilian government and the authorities involved in
this procedure are yet far from getting the final results imposed by law. This paper demonstrates how Bra-
zilian authorities deal with missing people’s data and emphasizes the importance and urgency of a unified
database. Furthermore, this paper demonstrates how the usage of new techniques of image’s manipulation
may aid policial authorities during a missing investigation of children and teenagers. It was possible to
demonstrate how the disappearances information is disseminated across the country. In addition, it was
possible to obtain promising results in terms of accuracy between images generated by neural networks
and to create an image database of Brazilian victims.
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1 INTRODUÇÃO

De acordo com L. Roy and S. Arunachalam (ROY e ARUNACHALAM), o crescimento de empresas

startupsque oferecem serviço de análise de dados, geração de dados e vigilância está acompanhando a

necessidade de instituições de segurança pública. Utilizando algoritmos de inteligência arti�cial, essas

empresas conseguem prevenir e auxiliar o cometimento e resolução de crimes. Existem até mesmo apli-

cações úteis quando o assunto é preservação de identidade e identi�cação de autoria. Durante a pandemia

do COVID-19, a tecnologia ajudou na identi�cação de cidadãos que quebravam protocolos de quaren-

tena (ROY e ARUNACHALAM).

Quando se trata de identi�cação de pessoas desaparecidas, atualmente, existem diversas técnicas, po-

rém, o tema Aprendizado de Máquina ainda não é amplamente disseminado. Especialmente dentro das

forças Brasileiras policiais e de segurança. De acordo com o catálogo de Segurança Pública do Bra-

sil (Pública 2022), mais de 65 mil ocorrências de desaparecimento foram registrados apenas no ano de

2021. Ainda no Brasil, ao longo dos últimos cinco anos, são ao menos 200 casos por dia. C. Acayaba

discorre sobre a obrigatoriedade, imposta pela legislação Brasileira, da condução de investigações para

crianças e adolescentes. Contudo, na prática, esse compromisso com a lei ocorre apenas para casos onde

a vítima possui até 12 anos de idade (Acayaba). Tendo em vista que muitos casos não são investigados

somados à maturação natural da aparência de jovens e crianças, certamente, os dados e imagens dessas

pessoas �cam desatualizados.

Em alguns estados brasileiros, está disponível diversos dados a respeito de pessoas desaparecidas, in-

cluindo as imagens de progressão de idade previstas por lei. Para crianças e adolescentes com até 18 anos,

as técnicas de progressão devem ser aplicadas a cada três anos e os demais, a cada cinco anos (Comunicação/DGPC).

O pro�ssional responsável por aplicar essas técnicas é o de identi�cação humana, ou seja, um papilosco-

pista. Quando a progressão de idade se faz necessária, são utilizados três processos principais. Primei-

ramente, é feito um estudo acerca da vida da vítima, como hábitos únicos e familiares, enfermidades que

podem acometer aparência. Em sequência, são reunidas diversas fotos onde é possível observar o rosto da

vítima em um ângulo de frente. Por último, é feita uma manipulação emPhotoshopda foto escolhida de

acordo com o ângulo e qualidade. Nesta manipulação, o papiloscopista deve ser �el ao estudo do estilo de

via da vítima, da família e a �siologia natural da pessoa (Comunicação/DGPC).

Mesmo com o esforço das polícias, as técnicas citadas podem ser aprimoradas quando combinadas

com o Aprendizado de Máquina. Existem casos onde redes neurais foram utilizadas para identi�cação de

pessoas. Um bom exemplo é o caso chinês onde um homem foi identi�cado após anos desaparecido (Gan).

De acordo com N. Gan, Mao Yin foi sequestrado ainda muito pequeno e graças a uma rede neural de

reconhecimento ele foi, primeiramente, identi�cado. Após essa identi�cação, um teste de DNA conseguiu

reunir Mao Yin à sua família biológica (Gan). Casos como o de Mao Yin podem ser reproduzidos caso

técnicas de aprendizado de máquina sejam adicionadas ao procedimento usual da polícia brasileira.

Embora existam muitas abordagens de Redes Neurais que consigam auxiliar nessa questão de pro-

gressão de idade, é necessário um banco de dados condizente com o fenótipo da população brasileira
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para testar e aplicar tais técnicas. Cada um dos 26 estados brasileiros e o Distrito Federal possui sua

própria diligência de investigação em casos de pessoas desaparecidas. Apenas em 2019 foi sancionada a

Lei 13.812/2019 (República), onde institui a Política Nacional de Busca de Pessoas Desaparecidas e uma

cooperação de órgãos investigativos da federação e do Distrito Federal através de um cadastro único na-

cional de pessoas desaparecidas. Dentro do texto da lei, é também instituído o apoio à pesquisa e novas

tecnologias que possam avançar no cumprimento da lei e na criação do resultado �nal, o banco de dados.

Exposta as diversidades e possibilidades dentro do cenário brasileiro de pessoas desaparecidas, o obje-

tivo deste trabalho é propor uma arquitetura onde auxilie técnicas existentes de envelhecimento de rostos

em imagens. Nesta arquitetura, foi necessário trabalhar com diversos bancos de dados, criar um banco

de dados de imagens brasileiras com as informações disponíveis e testá-los com as redes neurais e outras

ferramentas.

1.1 MOTIVAÇÃO

Considerando que o banco de dados nacional ainda não existe, este trabalho usa esse fato como motiva-

ção para demonstrar a importância da existência desse banco dentro das conformidades da Lei. Ademais,

considerando que as técnicas de redes neurais avançam cada dia mais e existe uma escassez do quadro po-

licial (Pública 2022), essas técnicas podem ser ferramentas aliadas para estados que não possuem nenhum

tipo de diligência para imagens de progressão de idade ou mesmo divulgação de informações sobre seus

desaparecidos e estatísticas. Este segundo fato é uma motivação para estudar e comparar as técnicas da

literatura, mostrando que com as informações reunidas, técnicas deDeep Learninge uma nova arquitetura

do processo de progressão de idade a polícias poderiam se bene�ciar.

1.2 OBJETIVOS

É possível esboçar uma solução utilizando redes neurais que some às técnicas de progressão de idade

aplicadas no Brasil. A utilização de uma GAN, por exemplo, pode ser uma ferramenta rápida e es-

calável para auxiliar a identi�cação de pessoas desaparecidas. Por ser um processamento rápido, per-

mite atualizar tais imagens em um intervalo de tempo menor. O primeiro objetivo deste trabalho é reu-

nir as fontes e criar um banco de dados. Dessa maneira, é possível demonstrar a importância de ha-

ver um banco de dados uni�cado e com boas imagens que seja possível de treinar e testar as Redes

Neurais. O segundo objetivo é demonstrar técnicas de progressão automática da idade facial usando

GANs como oAttentionGAN(Tang et al. 2021),CycleGAN(Matcha 2019) e (Goncharov 2017) somado

ao Face++ (Face++ 2017).
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1.3 CONTRIBUIÇÕES

As contribuições deste trabalho são:

1. Mapear e avaliar as fontes brasileiras sobre a divulgação de informações de pessoas desaparecidas;

2. Criar um banco de imagens de vítimas Brasileiras;

3. Aplicar diferentes técnicas utilizando GANs com esse banco de imagens;

4. Demonstrar o quão bené�co seria na criação de um banco de dados uni�cado e ter uma interopera-

bilidade de técnicas para auxiliar na identi�cação dessas pessoas desaparecidas.

1.4 ORGANIZAÇÃO

Este trabalho está divido por capítulos, onde o segundo capítulo apresenta uma relevante revisão acerca

da área de estudo abordado, como Aprendizado Profundo, Redes Neurais Adversárias (GANs) e Reconhe-

cimento humano facial. O terceiro capítulo discorre a respeito de trabalhos relacionados a proposta deste

trabalho. O quarto apresenta toda a metodologia aplicada em virtude de obter os resultados devidos, des-

critos no capítulo cinco. Por último, a conclusão do trabalho e propostas futuras. Existem Apêndices ao

�nal do trabalho onde contém tabelas e códigos que auxiliam no entendimento deste trabalho e trabalhos

futuros.
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2 REVISÃO BIBLIOGRÁFICA

Para compreender este trabalho, é importante entender conceitos relacionados à area de Aprendizado

de Máquina. Neste capítulo, é apresentada uma breve revisão do que éDeep Learninge alguns tipos

de Redes Neurais. Além disso, é citado também algumas bibliotecas doPythone ferramentas relevantes

disponíveis para o público em geral. Bancos de dados amplamente disseminados e alimentados. Por �m,

são apresentados conceitos e técnicas de reconhecimento facial humano.

2.1 DEEP LEARNING

Resumidamente,Deep Learningé uma subárea do Aprendizado de máquina onde tarefas muito com-

plexas são executadas.Deep Learningutiliza parâmetros básicos em um conjunto de dados para treinar um

computador a aprender por conta própria, reconhecendo padrões em várias camadas de processamento~(Géron 2017).

Esta visão do aprendizado de máquina ampliou a sua utilização. Hoje em dia é possível reconhecer padrões

com mais precisão e reproduzir, por exemplo, pinturas de estilos famosos ou sinfonias em que os humanos

não conseguem fazer com a mesma facilidade. As Redes Neurais Arti�ciais (RNA) são o núcleo principal

do Deep Learning. Diferente do que muitos pensam, essas redes foram introduzidas em 1943 por Warren

McCulloch e Walter Pitts (Géron 2017). Ambos argumentaram que era possível realizar cálculos comple-

xos utilizando lógica proposicional. Desde então, nas décadas de 1980 e 1990 muitas outras arquiteturas

foram inventadas. Diferente do passado, atualmente existe poder computacional su�ciente para desenvol-

ver e treinar RNAs que consigam enfrentar problemas muito complexos e com uma grande quantidade de

dados.

Redes Neurais Arti�ciais

Como citado anteriormente, as RNAs vêm a partir de um conceito muito antigo e portanto, muitas

arquiteturas foram criadas desde então. A primeira, McCulloch e Pitts propuseram o que hoje é conhecido

como neurônio arti�cial (Géron 2017). É um modelo muito simples baseado em neurônios biológicos. Em

computação, os neurônios são ativados quando há uma determinada entrada, seja um valor 0 ou 1. Utili-

zando este modelo, é possível operar muitos outros cálculos lógicos como AND, OR, NOT (Géron 2017).
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Figura 2.1: Operações lógicas feitas por neurônios arti�ciais

Fonte: (Géron 2017).

Na Figura 2.1, para o segundo esquema, os neurônios são ativados quando os anteriores são ativa-

dos. Em outras palavras, para esta operação AND, o neurônio C é ativado apenas se os neurônios A e

B estiverem ativados com o valor 1. Outro exemplo, para a operação identidade na imagem 2.1, o pri-

meiro esquema da esquerda para a direita, o neurônio C só será ativado caso A seja ativado, valor 1.

Mais tarde, em 1957, Frank RosenBlatt propôs a arquitetura de perceptron (Géron 2017). Deslocando

a lógica liga/desliga dos neurônios arti�ciais, as entradas agora são qualquer número e a nova arquite-

tura calcula uma soma de suas entradas com pesos apropriados, então é aplicada uma função degrau.

Essa arquitetura é chamada deThreshold Logic Unit(TLU), onde é possível obter saídas de classi�cação

onde há apenas uma camada de perceptrons e todos os neurônios estão conectados a todas as entradas.

Mais tarde, em 1986, Rumelhart et. al publicou um artigo abordando como treinar oMulti-Layer Per-

ceptron(MLP) (Rumelhart, Hinton e Williams 1986). A arquitetura MLP é composta por uma camada de

entrada, pelas camadas ocultas e por �m, a camada de saída. Uma vez que uma MLP é uma Rede Neural

Profunda por conter duas ou mais camadas ocultas, porém, naquela época era muito difícil treinar uma

MLP pois não havia poder computacional su�ciente. A Figura 2.2 representa uma MLP onde é composta

por uma camada de entrada, X1 e X2, a próxima é a camada oculta e por último, a camada de saída.

Quando uma MLP possui mais de uma camada oculta, já pode ser considerada uma Rede Neural Profunda.
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Figura 2.2: Arquitetura MLP.

Fonte: (Géron 2017)

Rumerlhart et. al propuseram como treinar MLPs com os conceitos debackpropagationque consiste

em cada neurônio calcular a saída e passar para o próximo neurônio da próxima camada e assim por

diante. O erro total de saída da rede é calculado a cada neurônio para obter o quão distante toda a rede

está da saída desejada. Este cálculo é feito até que a camada de entrada seja atingida. Esta técnica reversa

permite que as informações sejam propagadas por toda a rede para efetivar o recálculo dos pesos de cada

neurônio (Géron 2017).

Atualmente, mesmo com diversas arquiteturas, as Redes Neurais Profundas ou em inglês,Deep Neural

Networks(DNNs) são baseadas em MLPs. Cada DNN com sua próprias particularidade. Tais conceitos

foram primordiais para o desenvolvimento das redes neurais de hoje, principalmente em questão de atingir

resultados que o olho humano não consiga distinguir. Neste trabalho, o foco principal são as Redes Ad-

versárias Generativas das quais descendem de MLPs mas ainda estão mais próximas das Redes Neurais

Convolucionais (CNNs) e osAutoencondersVariacionais (VAEs).

A origem das CNNs advém de tentativas em imitar a visão humana, o que seria tarefa muito difícil.

De acordo com M. Sewak et al. (Sewak, Karim e Pujari 2018), o primeiro algoritmo de reconhecimento

visual foi feito nos anos 70 em um laboratório de Inteligência Arti�cial na Universidade deStanford, mas

o primeiro algoritmo de reconhecimento foi efetivamente usado utilizado em 2006 em uma câmeraFuji-

Film (Sewak, Karim e Pujari 2018). Basicamente, as CNNs são um tipo especial de rede multicamadas. O

que a difere de outras redes é o seudesign, com mais camadas ocultas, resultando em uma performance

melhor. As CNNs foram feitas pela primeira vez para reconhecer padrões com processamento mínimo.

Como nas Redes Neurais comuns, uma CNN recebe um vetor como entrada e passa por todas as camadas

ocultas e seus neurônios com seus respectivos pesos. Na Figura??, é possível observar uma arquitetura

comum de uma CNN. Geralmente são três camadas principais: camada de convolução, camada depoo-

ling e camadafully conected(Sewak, Karim e Pujari 2018). A primeira camada de convolução não está

6



conectada em cada pixel de uma imagem. Apenas na parte principal de uma imagem, pro exemplo, um

rosto. Por sua vez, os seguintes neurônios da segunda camada convolucional são conectados apenas aos

neurônios localizados dentro de um pequeno retângulo na primeira camada, nesse exemplo, um retângulo

em cima do rosto a ser reconhecido. Essa arquitetura permite que a rede se concentre em pequenos recursos

de baixo nível na primeira camada oculta e, em seguida, reúna-os em recursos maiores de nível superior

na próxima camada oculta e assim por diante (Géron 2017). Resumidamente, as camadas convolucionais

conseguem delimitar as partes importantes de uma imagem, quanto mais camadas convolucionais, mais

detalhada é essa identi�cação e o mapeamento dos traços importantes da imagem.

Após as camadas convolucionais, existe a etapa depooling. Essa camada simpli�ca a informação da

camada anterior, como as camadas convolucionais transformam vetores de características em matrizes de

mapeamento. Essa camadaPoolingresume toda a informação de uma área da imagem mapeada em forma

de matriz em um único valor para uma nova matriz e assim por diante. Após todos esses processos, como

pode ser visto na Figura 2.3, existe a última etapa chamadafully connectedonde N entradas são o resultado

�nal das camadas convolucionais adicionais as depooling, sendo a sua saída N classi�cações.

Figura 2.3: Arquitetura CNN.

Fonte: (Géron 2017)

Autoencoders Variacionais, ou simplesmente VAEs, são modelos generativos, mas funcionam de forma

diferente das GANs. O objetivo do VAE é produzir resultados utilizando o que é chamado de espaço latente.

Ao contrário das GANs, o VAE tenta modelar a entrada em vez de encontrar um modelo que se aproxime

da mesma(Atienza 2018). Ou seja, os VAEs geram novos dados através de sua codi�cação ajustadas por

treinamento, dessa forma, é possível ter um espaço latente que performam melhor para gerar esses dados.

O funcionamento dos VAEs é baseado em um codi�cador e um decodi�cador. Primeiro, utilizando este

método, há um processo para codi�car características especiais de dados e é utilizada uma propriedade

chamada redução de dimensionalidade de Aprendizado de Máquina. O objetivo dessa redução é encontrar

um par perfeito de codi�cação/decodi�cação. Este par deve ser fácil de codi�car e não difícil o su�ciente

para decodi�car, mas mantendo o máximo possível de informações. A responsabilidade do decodi�cador é

percorrer os dados codi�cados no espaço latente e decodi�car esses dados fornecendo as saídas desejadas.

O espaço latente é o mundo de possibilidades, dentro desse espaço existem diversos pontos, vetores, com

tais características que determinam, no nosso exemplo, uma face. Cada face encontrada peloencoderé um

ponto no espaço latente. Essa arquitetura de entrada, codi�cador, seleção de um vetor no espaço latente e

decodi�cação está ilustrada na Figura 2.4.
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Figura 2.4: Exemplo de uma tradução de imagem feita por um VAE.

Fonte: (Atienza 2018)

Redes Adversárias Generativas

Apesar de muito recente, as arquiteturas GANs já possuem muitas aplicabilidades. Porém, foram

primeiramente introduzidas em 2014 por I. Goodfellow et al. em forma de artigo (Goodfellow et al. 2014).

E em 2019, I. Goodfellow fez uma postagem em sua rede social,Twitter, onde demonstrava a evolução das

GANs ao longo desses quase cinco anos.
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Figura 2.5: Evolução de qualidade em relação às imagens geradas por GANs.

Fonte: (Goodfellow)

Como observado pelotweetde Ian Goofellow, atualmente, as GANs são capazes de gerar imagens,

pinturas, músicas e muitas outras coisas extremamente realistas. Diferentemente dos modelos anteriores,

cujo objetivo é classi�car entre as classes, as GANs utilizam um modelo Generativo, onde o objetivo

principal é tentar aprender e representar uma classe o mais realista possível, criando novos dados.

Este tipo de rede pode gerar imagens que olhos humanos não conseguem diferenciar. Um ótimo exem-

plo é o site "Esta pessoa não existe" (Karras et al. 2019).
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Figura 2.6: Exemplo do site uma imagem de um rosto gerado por uma GAN do site "Essa pessoa não existe".

Fonte: (Karras et al. 2019)

Como as Redes Adversárias Generativas funcionam?

O funcionamento de uma GAN é baseado em uma competição entre dois modelos. Ou seja, as GANs

são compostas por dois modelos treinados diferentes, um é o gerador e o outro é o discriminador. Os

dados resultantes que uma GAN pode gerar dependem de um conjunto de dados escolhido; portanto,

o gerador recebe uma entrada adicionada a um ruído e então consegue gerar imagens tão reais quanto

possível naquele ponto do treinamento. O vetor de ruído como entrada é muito importante pois é um vetor

aleatório defeatures, ou seja, a cada nova entrada, esse vetor é composto aleatoriamente de zeros ou uns.

Com os valores desse vetor, a GAN sabe as caraterísticas do que ela deve gerar a partir desse vetor de

ruído. Por exemplo, um vetor possui um tamanho de 128, e dentro desses 128 valores, o valor 1 em uma

posição X determina cabelos longos. Logo, a rede vai gerar uma nova imagem de uma pessoa com cabelos

longos. É por isso que para todo incio de treino, um ruído aleatório vai gerar uma nova imagem de pessoa.

Caso o ruído aleatório se mantenha constante, o modelo gerará sempre a mesma imagem.

Ao mesmo tempo, existe o discriminador que tenta descobrir se a entrada recebida pelo gerador é real

ou falsa. Ambos os modelos trabalham um contra o outro, �ndando a competição entre ambos. O gerador

tenta gerar uma saída tão realista que eventualmente engana o discriminador.

No geral, o objetivo do gerador é produzir exemplos falsos perfeitos que imitem as características do

conjunto de dados de entrada. Os resultados devem ser tão perfeitos que seja difícil distinguir entre o

original e o gerado. O gerador recebe o retorno das classi�cações do discriminador, e com esta informação

os geradores sabem o que é possível alterar em suas amostras falsas para enganar o discriminador. Por

outro lado, o objetivo do discriminador é classi�car corretamente o que é real e falso, ou seja, ele também

aprende com o desenvolvimento do gerador para que ele consiga detectar o máximo possível de amostras
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falsas. A Figura 2.7, demonstra justamente o ciclo de aprendizado de uma GAN. No passo 1 da Figura 2.7

é dada uma entrada para o Discriminador. No passo 2, o gerador cria uma imagem aleatória partindo de um

vetor aleatório. O Discriminador calcula as diferenças entre as imagens reais e falsas, passo 3, e informa

o gerador para o mesmo melhorar suas imagens, passo 5. Esse resultado alimenta tanto o Discriminador

quanto o Gerador no processo de treino descrito acima.

Figura 2.7: Arquitetura de funcionamento de uma GAN.

Fonte: (Langr e Bok 2019)

O gerador recebe um vetor de números aleatórios e o discriminador recebe exemplos falsos como en-

trada vindos do gerador e exemplos reais vindos do conjunto de dados de treinamento (Langr e Bok 2019).

Portanto, ambos crescem ao mesmo tempo dentro desta competição, tornando o resultado tão perfeito que,

na verdade, é imperceptível aos olhos humanos e apenas o discriminador consegue diferenciar. Os dois

modelos devem chegar em um ponto tão avançado que o gerador não precisa mais do discriminador, ele

precisa conseguir gerar imagens tão realistas com apenas um vetor de ruído aleatório que o discriminador

não consiga mais detectar. Esse ponto avançado é quando uma GAN atinge um número especí�co de ite-

rações, geralmente esse número é determinado quando o erro de validação é bom, mas depois de várias

iterações começa a piorar.

GANs são utilizadas em casos onde o interesse é reproduzir algo com primor. De acordo com Yann

Lecun, diretor de pesquisa de IA doFacebook, as GANs são a ideia mais legal em aprendizado profundo

nos últimos 20 anos (Langr e Bok 2019). O fato que GANs poderem recriar exemplos realistas e com

qualidade muito boa é de fato único. Dentro de suas aplicações uma delas é possível traduzir imagens de

um domínio para outro, por exemplo, transformar um cavalo em uma zebra ou até mesmo uma foto geral

em uma pintura ao estilo do famoso pintor Claude Monet (Langr e Bok 2019).
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Figura 2.8: Exemplo de tradução de imagens feitas por GANs.

Fonte: (Langr e Bok 2019)

Na Figura 2.8 exempli�ca como o processo de tradução de domínios funciona e como é um caminho

bidirecional. Assim como na Figura 2.8, é possível obter imagens falsas de cavalos a partir de imagens

originais de zebras, assim como é possível obter imagens falsas de zebras a partir de uma imagem de cavalo.

O mesmo princípio é demonstrado para fotos de paisagens e pinturas, a partir de pinturas é possível obter

uma fotogra�a falsa de uma paisagem e assim funciona o caminho invertido.

Estado da Arte em tradução de imagens por GANs

Desde então, a popularização das GANs está cada vez mais comum devido às suas aplicações. Hoje em

dia, as mais populares sãoStarGAN(Choi et al. 2018),StyleGAN(Karras et al. 2020),CycleGAN(Zhu et al. 2017).

Todas, em suas atuais versões, são consideradas o estado da arte em tradução de imagem feitas por GANs.

A StarGAN(Choi et al. 2018) surgiu devido a outras técnicas apresentarem muita di�culdade em tra-

dução para multi-domínios. Então, com esta di�culdade, aStarGANse tornou a base de outros projetos

desse tema. Essa abordagem permite que uma única imagem seja traduzida em diversos outros domínios,

assim como demonstrado na Figura 2.9 onde algumas entradas são traduzidas em domínios que mudam

suas características fenotípicas e em outra abordagem, expressões faciais. Utilizando o banco de dados

CelebA (Liu et al. 2015), a StarGAN realiza um treinamento simultâneo de vários conjuntos de dados com

diferentes domínios em uma única rede. Fato que resulta em um melhor desempenho quando comparado

com outras redes de literaturas anteriores.
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