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RESUMO

Incêndios ocorrem diariamente em diversas partes do mundo, tanto em ambientes internos quanto exter-
nos. Em ambientes fechados, o fogo pode se espalhar rapidamente, o que torna essencial o conhecimento
das rotas de fuga existentes, em especial nos edifícios comerciais com grande circulação de pessoas.

Diversos algoritmos podem ser utilizados para a identificação de rotas de fuga, desde os mais clássicos,
como Dijkstra, A* e Bellman-Ford, até abordagens mais avançadas baseadas em redes neurais. No entanto,
quando se busca a otimização dessas rotas considerando múltiplos critérios, o caminho mais curto nem
sempre representa a melhor opção. Obstáculos como áreas de risco (como focos de incêndio) e congesti-
onamentos de pessoas podem alterar significativamente a rota mais segura de evacuação. Nesse contexto,
o Aprendizado por Reforço surge como uma abordagem promissora, pois permite ao agente aprender a
tomar decisões adaptativas com base no ambiente e nas condições apresentadas.

Esse trabalho apresenta uma evolução da abordagem proposta em [1], baseando-se na utilização de
Aprendizado por Reforço para auxiliar na identificação de rotas de fuga seguras em casos de incêndio,
uma técnica que utiliza um sistema de recompensas positivas para incentivar comportamentos desejados e
punições para desencorajar comportamentos indesejados. A solução aqui proposta pretende superar limita-
ções previamente identificadas, como a dificuldade de lidar com grafos de grande escala e a necessidade de
retreinamento do agente para cada nova configuração de obstáculos. Os experimentos demonstram que o
sistema proposto é capaz de lidar com plantas baixas e grafos significativamente maiores, com desempenho
consistente, sendo uma solução robusta e possivelmente aplicável a cenários reais de evacuação.

Palavras-chave: Aprendizado por Reforço, Rotas de fuga, Segurança, Aprendizado de Máquina.

ABSTRACT

Fires occur daily in various parts of the world, both indoors and outdoors. In enclosed spaces, fire can
spread rapidly, making it essential to be aware of existing escape routes, especially in commercial buildings
with high foot traffic.

Several algorithms can be used to identify escape routes, ranging from classical ones like Dijkstra, A*,
and Bellman-Ford, to more advanced approaches based on neural networks. However, when aiming to
optimize these routes while considering multiple criteria, the shortest path is not always the best option.
Obstacles such as hazardous areas (e.g., fire hotspots) and crowd congestion can significantly impact the
safest evacuation route. In this context, Reinforcement Learning stands out as a promising approach, as
it enables an agent to learn how to make adaptive decisions based on the environment and the conditions
presented.

This work presents an evolution of the approach proposed in [1], building on the use of Reinforcement
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Learning to assist in identifying safe escape routes in the event of a fire. This technique leverages a system
of positive rewards to encourage desired behaviors and penalties to discourage undesired ones. The solution
proposed here aims to overcome previously identified limitations, such as the difficulty in handling large-
scale graphs and the need to retrain the agent for every new obstacle configuration. The experiments show
that the proposed system is capable of handling significantly larger floor plans and graphs, with consistent
performance, making it a robust solution potentially applicable to real-world evacuation scenarios.

Keywords: Reinforcement Learning, Escape Routes, Safety, Machine Learning.
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1 INTRODUÇÃO

Incêndios ocorrem diariamente em todo o mundo, tanto em ambientes externos, como �orestas e ma-

tas, quanto em ambientes internos, como residências, edifícios comerciais e industriais. Em ambientes

fechados, o fogo pode se espalhar rapidamente, in�uenciado por diversos fatores, como características da

construção e os materiais presentes no ambiente. Em edifícios comerciais com alta circulação de pessoas,

é essencialmente importante conhecer as rotas de fuga existentes. Assim, em caso de incêndio ou outras

emergências, todos poderão deixar o local de forma rápida e segura.

Em 2024, o Instituto Sprinkler Brasil, por meio de um monitoramento diário de incêndios estruturais

no país, registrou 2.453 ocorrências desse tipo, atingindo o maior valor histórico desde 2017 [5]. Esse dado

representa um aumento de 10,4% em relação a 2023, quando foram contabilizados 2.222 casos.

No Brasil, o Comitê Brasileiro de Segurança Contra Incêndio da Associação Brasileira de Normas

Técnicas (CB-024/ABNT) pretende padronizar diversos aspectos relacionados à segurança contra incên-

dios. Suas atribuições abrangem desde a regulamentação da fabricação de produtos e equipamentos, até o

estabelecimento de normas para a formação de pro�ssionais especializados na área [6].

A norma que regulamenta as saídas de emergência no Brasil é a ABNT NBR 9077 [7]. Segundo

essa norma, uma saída de emergência é de�nida como "um caminho contínuo, devidamente protegido,

proporcionado por portas, corredores,halls, passagens externas, balcões, vestíbulos, escadas, rampas ou

outros dispositivos de saída, ou combinações destes, que deve ser percorrido pelo usuário em caso de

incêndio, desde qualquer ponto da edi�cação até atingir a via pública ou um espaço aberto, protegido do

incêndio e em comunicação com o logradouro".

Combater incêndios domésticos e comerciais e garantir rotas de fuga e�cazes envolve um conjunto

de ações planejadas, sistemas de segurança, treinamento e manutenção. Existem várias iniciativas para

combater incêndios domésticos e comerciais, como prevenção ativa (ação humana e equipamentos) e a

prevenção passiva (elementos construtivos). Entretanto, mesmo com esses mecanismos de prevenção, não

se pode prever que esses tipos de acidentes possam ser evitados.

Neste sentido, quando acontecem acidentes desta natureza, é importante que os prédios empresariais,

industriais, centros comerciais e shoppings possam ter suas devidas rotas de fuga conhecidas, sendo os

caminhos seguros e desobstruídos que permitem a saída rápida de pessoas em caso de emergência, levando-

as a um ponto seguro (área externa ou ponto de encontro). Elementos essenciais como sinalização luminosa

e visível, indicações de saída de emergência, mesmo no escuro ou com fumaça, luzes automáticas que

acendem em caso de queda de energia, mapas de evacuação que devem ser �xados em locais visíveis

em ambientes comerciais e condomínios, são essenciais para uma evacuação e�ciente. Ainda assim, é

importante tomar novas medidas e certas iniciativas para se de�nir rotas de fuga, principalmente em prédios

mais antigos.

Atualmente, é amplamente reconhecido que a Inteligência Arti�cial (IA) pode auxiliar em diversas

tarefas, desde as mais simples até as mais complexas. No contexto de incêndios estruturais, a IA também

pode desempenhar um papel crucial ao ajudar na de�nição de rotas de fuga. Com o conhecimento da planta
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do edifício e o mapeamento de todas as possíveis saídas de emergência e caminhos disponíveis, a IA pode

otimizar a evacuação, identi�cando as rotas mais seguras e e�cientes em caso de emergência.

Diante disto, diversos algoritmos podem ser empregados para determinar rotas de fuga, variando desde

os mais simples e amplamente aceitos, comoDijkstra, A* e Bellman-Ford, até técnicas mais complexas,

como redes neurais. No entanto, quando se considera a otimização de rotas de fuga com múltiplos critérios,

nem sempre o caminho mais curto de um indivíduo até a saída de emergência mais próxima vai ser o melhor

caminho; é necessária a avaliação de outros critérios e obstáculos presentes no ambiente, e são nesses casos

que Aprendizado por Reforço se destaca como uma abordagem particularmente interessante.

Assim, a proposta deste trabalho é utilizar mecanismos de IA para auxiliar na determinação mais e�caz

de rotas de fuga. Entre esses mecanismos, temos o Aprendizado por Reforço [8] que é uma técnica de

Aprendizado de Máquina que utiliza um sistema de recompensas positivas para incentivar comportamentos

desejados e punições para desencorajar comportamentos indesejados. Nesta abordagem, um agente é capaz

de interpretar seu ambiente e realizar ações, aprendendo por meio de tentativa e erro qual é seu objetivo, que

é maximizar sua recompensa �nal. Embora frequentemente utilizado em cenários de jogos, o Aprendizado

por Reforço também pode ser aplicado na busca de caminhos em grafos e matrizes.

1.1 MOTIVAÇÃO

Esta dissertação de mestrado dá continuidade à pesquisa iniciada em [1], que utilizou plantas baixas de

edifícios escolares como grafos e matrizes adjacentes para treinar um agente de Aprendizado por Reforço

na otimização de rotas de fuga em cenários simulados de incêndios estruturais. O objetivo desta pesquisa

é aprimorar a arquitetura existente, introduzindo múltiplos critérios para a otimização das rotas de fuga,

com o intuito de melhorar a e�cácia das estratégias de evacuação em cenários simulados de incêndios

estruturais.

1.2 OBJETIVOS DO TRABALHO

1.2.1 Objetivo Geral

O objetivo do trabalho é aprimorar a otimização de rotas de fuga em cenários de incêndios estruturais

utilizando técnicas avançadas de Aprendizado por Reforço. A pesquisa se baseia na representação de

plantas baixas de ambientes fechados como grafos e matrizes, o que possibilita uma análise e de�nição

e�caz das rotas de evacuação por meio de um agente de Aprendizado por Reforço.

1.2.2 Objetivo Especí�co

O propósito é desenvolver uma abordagem que permita identi�car rotas de fuga de maneira rápida e

segura, integrando essa solução com as estratégias já existentes para o combate a incêndios. Com isso,

busca-se aprimorar a e�cácia das rotas de evacuação e contribuir para a segurança global em situações
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de emergências, oferecendo uma ferramenta complementar aos sistemas tradicionais de segurança contra

incêndios.

Para atingir o objetivo proposto, foram estabelecidos os seguintes objetivos especí�cos:

• Evoluir a arquitetura de Aprendizado por Reforço: aperfeiçoar o modelo de Aprendizado por Re-

forço profundo previamente desenvolvido, incorporando melhorias que aumentem sua capacidade

de otimizar rotas de fuga.

• Introduzir múltiplos critérios na análise de rotas de fuga: ampliar a análise das rotas de evacuação

para considerar outros critérios além do caminho mais curto.

• Avaliar a e�cácia do modelo: testar e validar o modelo aprimorado em cenários simulados de incên-

dios estruturais para medir sua e�cácia na melhoria da e�ciência e segurança das rotas de evacuação.

1.3 TRABALHOS PUBLICADOS

Durante o estudo para a construção desta dissertação, o artigo [9] foi publicado com o título "EvacuAI:

An Analysis of Escape Routes in Indoor Environments with the Aid of Reinforcement Learning".

1.4 METODOLOGIA

Esse trabalho propõe uma solução para otimizar as rotas de fuga em cenários de emergência. Ao se

utilizar de Aprendizado por Reforço, o agente de aprendizado deve entender, por meio de tentativa e erro,

a identi�car as melhores rotas de fuga em ambientes dinâmicos e com obstáculos. Por tanto, essa pesquisa

utilizará conceitos de Inteligência Arti�cial (IA) para otimização de rotas de fuga e segurança em situações

de emergências.

Dessa forma, este trabalho pretende desenvolver e testar uma arquitetura baseada em Aprendizado

por Reforço para otimizar e adaptar rotas de fuga em tempo real, levando em consideração a presença de

obstáculos e variáveis em ambientes fechados, como edifícios comerciais e/ou residenciais. O principal

objetivo do trabalho é analisar o impacto de diferentes tipos de obstáculos (focos de incêndio e pontos

de congestionamento) no planejamento da rota mais segura. A proposta visa demonstrar a e�cácia do

modelo de AR em ambientes dinâmicos, resultando em uma solução capaz de se adaptar automaticamente

às mudanças do ambiente e de orientar as vítimas de forma e�ciente até saídas seguras.

Portanto, a metodologia proposta busca criar um sistema de planejamento de rotas de fuga em casos

de incêndio, utilizando plantas baixas de edifícios fechados com Aprendizado por Reforço para otimizar

as decisões em ambientes complexos e dinâmicos. A pesquisa trará contribuições tanto para o campo da

segurança em emergências quanto para a aplicação de IA em situações práticas e de alto risco.
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1.5 ORGANIZAÇÃO DO TRABALHO

Este trabalho está estruturado em seis capítulos, incluindo esta introdução.

O Capítulo 2 apresenta a fundamentação teórica, abordando os principais conceitos relacionados à IA,

Aprendizado por Reforço, Teoria dos Grafos e representação de plantas baixas.

O Capítulo 3 descreve os trabalhos relacionados, com foco principal em abordagens voltadas para rotas

de fuga e na construção de ambientes de aprendizado a partir de plantas baixas.

O Capítulo 4 descreve a arquitetura proposta, detalhando a modelagem do ambiente com base na planta

baixa, bem como os processos de treinamento e inferência do agente de aprendizado.

O Capítulo 5 apresenta os resultados obtidos a partir de dois experimentos. O primeiro utiliza a planta

baixa de um único piso, enquanto o segundo considera uma estrutura com dois andares.

Por �m, o Capítulo 6 traz as conclusões do trabalho, consolidando os resultados obtidos, validando a

proposta apresentada e sugerindo trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

Este capítulo apresenta os fundamentos necessários para a construção de um algoritmo de Aprendizado

por Reforço (AR) no contexto do planejamento de rotas de fuga em ambientes internos. Os conceitos de

AR apresentados nesta seção são amplamente baseados no trabalho [10].

2.1 INTELIGÊNCIA ARTIFICIAL - IA

A Inteligência Arti�cial (IA) é um campo da computação que envolve o desenvolvimento de algorit-

mos e tecnologias capazes de resolver tarefas de forma automática, processando dados e buscando simular

a inteligência humana. Esse campo vem sendo estudado há várias décadas. Em 1943, Warren McCulloch e

Walter Pitts publicaram um trabalho conhecido como o pioneiro da IA, no qual propuseram um modelo ma-

temático de neurônio arti�cial, baseado em lógica proposicional, sendo essa a base para o desenvolvimento

das redes neurais [11].

Em 1955, os cientistas Allen Newell e Herbert Simon, com a colaboração de J. C. Shaw, iniciaram

o desenvolvimento do programa de computador conhecido comoLogic Theorist, que só foi apresentado

o�cialmente em 1956 durante a Conferência de Dartmouth, evento considerado o marco inicial da IA como

um campo de pesquisa independente. OLogic Theoristfoi um dos primeiros programas de IA, capaz de

provar teoremas matemáticos usando regras formais, demonstrando uma forma primitiva de raciocínio

automatizado [12].

A partir da década de 1980, a pesquisa em IA passou por avanços signi�cativos, principalmente pelo

aumento do poder computacional e pelo desenvolvimento de novas técnicas, como o aprendizado supervi-

sionado em redes neurais multicamadas, viabilizado pelo algoritmo de retropropagação (backpropagation)

do erro, melhorado por Rumelhart, Hinton e Williams em 1986 [13].

Atualmente, a IA está presente em diversos aspectos da nossa vida, sendo aplicada em áreas como

medicina, indústria, redes de computadores echatbots, demonstrando como esse campo continua em cons-

tante evolução.

2.2 APRENDIZADO DE MÁQUINA - MACHINE LEARNING

O Aprendizado de Máquina (Machine Learning) é um ramo da IA voltado para a identi�cação de pa-

drões em conjuntos de dados por meio de algoritmos computacionais. Segundo [14], o Aprendizado de

Máquina é de�nido como "um processo em que computadores otimizam um critério de desempenho uti-

lizando dados de exemplo ou experiências anteriores". Os modelos de aprendizado podem ser preditivos,

quando fazem previsões futuras, ou descritivos, ao extrair conhecimento de dados existentes. Esse aprendi-

zado geralmente se baseia na estatística para a construção de modelos matemáticos e na computação, que
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desempenha um papel importante na e�ciência dos algoritmos, tanto no treinamento quanto na inferência.

O Aprendizado de Máquina pode ser dividido em três principais tipos: aprendizado supervisionado,

aprendizado não supervisionado e aprendizado por reforço [15].

No aprendizado supervisionado, os dados utilizados para treinar o modelo são previamente rotulados,

fazendo com que os algoritmos identi�quem padrões e relações entre as entradas e as saídas esperadas.

Durante o treinamento, o modelo ajusta seus parâmetros com base nesses exemplos rotulados, melhorando

sua capacidade de realizar previsões ou classi�cações com novos dados de entrada. Esse tipo de apren-

dizado é principalmente aplicado em áreas como visão computacional, sendo fundamental para tarefas de

classi�cação e detecção de objetos em imagens. Apesar de ser o tipo de Aprendizado de Máquina mais

popular para tarefas complexas, a rotulagem de dados ainda depende do trabalho humano, e isso pode ser

um fator limitante para a escalabilidade de projetos que utilizam aprendizado supervisionado [15].

No aprendizado não supervisionado, os dados não possuem rótulos prévios, então o modelo não recebe

uma saída esperada. Em vez disso, o algoritmo analisa as entradas e busca identi�car padrões, estruturas

ocultas ou distribuições nos dados enviados sem qualquer supervisão explícita, ou seja, sem a interferência

humana. Esse tipo de aprendizado é principalmente aplicado em técnicas de agrupamento (clustering),

onde os dados são organizados em grupos com características semelhantes, e em redução de dimensionali-

dade, para simpli�car a representação dos dados sem perder informações essenciais. Essas abordagens são

frequentemente utilizadas em análises exploratórias, segmentação de clientes e compressão de dados [15].

No aprendizado por reforço, o agente aprende por tentativa e erro, sem rótulos explícitos, de maneira

semelhante ao aprendizado não supervisionado. No entanto, nesse tipo de aprendizagem, um agente inte-

rage com o ambiente criado e recebe recompensas (positivas ou negativas) com base em suas ações. Com

isso, o modelo ajusta sua estratégia de tomada de decisão para maximizar a recompensa total ao longo

do tempo. Esse tipo de aprendizado é frequentemente utilizado em robótica, jogos e sistemas autôno-

mos, onde o agente precisa tomar decisões sequenciais em um ambiente dinâmico para atingir um objetivo

estabelecido [16].

2.3 APRENDIZADO POR REFORÇO (AR)

Desde o nascimento, os seres humanos estão continuamente aprendendo e interagindo com o ambiente

que os cerca, desenvolvendo um entendimento sobre causa e efeito e entendendo as consequências de suas

ações e maneiras de alcançar metas propostas. Esse aprendizado por interação ocorre de várias formas ao

longo da vida, e é a partir dessa ideia que surge o campo do Aprendizado de Máquina conhecido como

Aprendizado por Reforço (AR).

O Aprendizado por Reforço é baseado em tentativa e erro, onde o objetivo é aprender a maximizar

recompensas acumuladas em uma tarefa especí�ca. Durante o treinamento, o agente de aprendizagem

não recebe instruções explícitas sobre a melhor ação a tomar, mas interage com o ambiente para descobrir

quais ações levam à maximização das recompensas acumuladas. É importante observar que, ao escolher

uma ação, o agente não está apenas in�uenciando sua recompensa imediata, mas também afetando suas

recompensas futuras [16].
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O Aprendizado por Reforço pode ser considerado pertencente à categoria de aprendizado não super-

visionado. Embora grande parte das pesquisas ainda se concentre no aprendizado supervisionado, espe-

cialmente em tarefas de classi�cação e regressão, onde os dados de entrada são rotulados previamente,

o aprendizado não supervisionado tem atraído cada vez mais interesse. Essa crescente atenção se deve à

possibilidade desse algoritmo lidar com situações em que os dados não são ou não podem ser rotulados,

permitindo que os modelos descubram padrões e tomem decisões com base em interações diretas com o

ambiente, sem orientação humana explícita.

No aprendizado não supervisionado, a rotulação prévia dos dados de treinamento não é necessária, o

objetivo está em explorar dados não rotulados por meio da interação com o ambiente de aprendizado e da

experiência adquirida ao longo do tempo. No Aprendizado por Reforço, o agente de aprendizagem interage

com o ambiente para entender padrões, dinâmicas e ajustar suas ações com base nessas interações. Em-

bora nem todo aprendizado não supervisionado seja considerado Aprendizado por Reforço, a combinação

entre o aprendizado de padrões por meio de interações e a maximização de recompensas é o que de�ne o

Aprendizado por Reforço.

2.3.1 Exploração x Explotação

Os conceitos de exploração (exploration) e explotação (exploitation) são centrais quando se trata de

Aprendizado por Reforço. O objetivo principal do agente de aprendizagem é maximizar a recompensa

acumulada ao longo do tempo, utilizando suas experiências passadas para de�nir suas decisões futuras. No

entanto, existe um equilíbrio necessário entre essas duas políticas, pois a exploração incentiva o agente a

escolher ações de forma aleatória para descobrir novas possibilidades no ambiente, enquanto a explotação

faz com que o agente baseie suas escolhas nas experiências anteriores, priorizando ações que já demons-

traram ser e�cazes anteriormente [16].

Se o agente sempre optar por ações com base em experiências passadas, ele pode não explorar todas as

possibilidades do ambiente, limitando seu aprendizado ao repetir ações já conhecidas; por isso, a explora-

ção é crucial, pois ela garante que o agente descubra novas ações e aprenda sobre o ambiente da forma mais

completa possível, permitindo que ele identi�que oportunidades que poderiam ser ignoradas se apenas se

baseasse em decisões anteriores. A política de exploração encoraja o agente a selecionar ações aleatórias

para explorar novas áreas do ambiente.

No entanto, a explotação é o processo em que o agente usa suas experiências acumuladas para to-

mar decisões que maximizam sua recompensa. Essa estratégia concentra-se em reforçar as ações que já

provaram ser e�cazes, otimizando os resultados com base no que o agente já aprendeu.

Para que o agente alcance o equilíbrio ideal entre exploração e explotação, é importante de�nir cui-

dadosamente a taxa de exploração. Uma taxa de exploração muito alta pode fazer com que o agente não

utilize adequadamente suas experiências passadas, enquanto uma taxa muito baixa pode impedir que ele

explore o ambiente completamente. Uma abordagem comum é diminuir gradualmente a taxa de explo-

ração ao longo do processo de aprendizagem, permitindo que o agente explore o ambiente inicialmente

e, à medida que ganha mais conhecimento, passe a tomar mais decisões com base em suas experiências

passadas.
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2.3.2 Elementos do Aprendizado por Reforço

No Aprendizado por Reforço, há seis elementos principais: agente, ambiente, estado, política, recom-

pensa e função de valor [17].

O agente de aprendizagem é o componente responsável por interagir com o ambiente e escolher as

ações a serem tomadas. Cada decisão resulta em uma recompensa, que pode ser positiva ou negativa,

dependendo da ação escolhida, orientando o aprendizado do agente.

O ambiente é o espaço onde o agente realiza suas ações. Ao realizar uma ação, o agente se encontra

em um estado atual (s) dentro desse ambiente e recebe uma recompensa (r ) como resultado de sua escolha.

Cada nova ação leva o agente a um novo estado (s0), onde o ciclo de interação e aprendizado continua.

A política (� ) é a estratégia que orienta o agente na escolha da próxima ação a ser tomada. Em muitos

casos, a política utilizada é a probabilidade estocástica. A política desempenha um papel importante no

processo de aprendizagem, pois de�ne o comportamento do agente e in�uencia diretamente a e�cácia do

aprendizado e a maximização da recompensa.

A recompensa (r ) é um dos componentes mais importantes do Aprendizado por Reforço, pois de�ne

o objetivo do agente. É através da recompensa que o agente avalia se suas ações imediatas foram boas

ou não. Cada ação tomada pelo agente resulta em uma recompensa, que pode ser negativa (como uma

punição), positiva ou nula. O objetivo �nal do agente é maximizar a recompensa acumulada ao longo do

tempo e, à medida que ele interage com o ambiente, ele aprenderá quais ações são melhores para alcançar

esse objetivo.

A recompensa é recebida após cada ação é imediata, o que signi�ca que sozinha não re�ete a recom-

pensa acumulada a longo prazo de todo trajeto do agente, por isso, se utiliza a função de valor. A função

de valor pretende fazer com que o agente considere não apenas as recompensas imediatas, mas também

as recompensas futuras esperadas. Dessa forma, ela ajuda o agente a avaliar as suas ações, considerando

também o impacto a longo prazo, evitando que ele opte por ações que oferecem altas recompensas imedi-

atas, mas que resultam em recompensas menores no futuro. A função de valor é atualizada ao longo das

sequências de observações feitas pelo agente durante seu trajeto no ambiente.

2.3.3 A interface de agente-ambiente

Uma das principais características do Aprendizado por Reforço é a arquitetura agente-ambiente. Essa

arquitetura, apresentada na Figura 2.1, de�ne como o agente interage com o ambiente para aprender e

alcançar seu objetivo �nal.

O agente é o componente responsável por aprender e tomar decisões com base em suas interações. O

ambiente representa tudo o que não é o agente, sendo o espaço onde essas interações ocorrem. De forma

contínua, o agente escolhe ações e o ambiente responde a essas ações, apresentando novas situações para

o agente, fornecendo recompensas, que são valores numéricos utilizados comofeedback. O agente visa

maximizar essas recompensas ao longo do tempo, ajustando seu comportamento com base nos resultados

obtidos [18].
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Figura 2.1: Interface Agente-Ambiente do Aprendizado por Reforço.

O agente interage com o ambiente em uma sequência de passos temporais, de�nidos comot =

0; 1; 2; 3; : : : ; n. A cada instantet, o ambiente retorna ao agente o estadost , que representa a situação

atual do agente no ambiente. Com base nesse estado, o agente escolhe uma açãoat . Em resposta, o am-

biente fornece uma recompensar t+1 e atualiza o estado parast+1 , re�etindo o novo estado após a ação

tomada.

Assim, a dinâmica da interação entre agente e ambiente pode ser representada pela sequência demons-

trada na Equação 2.1. Essa sequência descreve o ciclo contínuo de estado, ação efeedbackque caracteriza

o processo de aprendizado por reforço.

s0; a0; r1; s1; a1; r2; s2; : : : (2.1)

2.3.4 Objetivo e Recompensas

O objetivo �nal do agente é de�nido com base nas recompensas retornadas pelo ambiente. Através

dessas recompensas, o agente aprende quais ações devem ser tomadas para maximizar não apenas a re-

compensa imediata recebida em cada estado, mas o total de recompensas acumuladas ao longo do tempo.

Esse conceito pode ser descrito como em [19]:

Tudo aquilo que entendemos como objetivos e �nalidades pode ser bem representado como a

maximização do valor esperado da soma cumulativa de um sinal escalar recebido (chamado

de recompensa).

A soma das recompensas acumuladas pode ser feita simplesmente somando todas as recompensas

imediatas recebidas a partir de um determinado tempot. Esse valor é conhecido como retorno (Gt ) e pode

ser expresso pela Equação 2.2, ondeT representa o tempo �nal do episódio, ou seja, o último instante em

que o agente interage com o ambiente antes do episódio ser encerrado.

Gt = Rt+1 + Rt+2 + Rt+3 + � � � + RT (2.2)

No entanto, é comum utilizar um fator de desconto para ponderar as recompensas futuras. Nesse caso,

recompensas mais distantes no tempo têm menor in�uência na decisão do agente. A fórmula com desconto

é de�nida pela Equação 2.3.
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Gt = Rt+1 + 
R t+2 + 
 2Rt+3 + � � � =
1X

k=0


 kRt+ k+1 (2.3)

O gama (
 ) é o parâmetro de desconto, com0 � 
 � 1, conhecido como taxa de desconto (discount

rate). Esse parâmetro serve para equilibrar a importância entre recompensas imediatas e futuras, ou seja,

quanto mais próximo de 1 for o valor de
 , maior será a consideração pelas recompensas futuras. Por outro

lado, valores menores de
 fazem com que o agente priorize recompensas imediatas.

2.3.5 Métodos de valor de ação - Action-Values Method

No Aprendizado por Reforço, é necessário estimar os valores das ações em diferentes estados para que

o agente aprenda a maximizar sua recompensa ao longo do tempo. Essa técnica é conhecida como método

de valor de ação, e é geralmente representada pela funçãoQt (s; a), ondes é o estado,a é a ação, et é o

instante de tempo [20].

Existem diversos métodos para estimar o valor de uma ação, como o método de Monte Carlo, no qual o

valor de uma ação em um determinado estado é estimado pela média das recompensas obtidas após executá-

la, ao longo de múltiplos episódios completos e o método de diferença temporal (Temporal Difference), que

combina aspectos dos métodos de Monte Carlo e métodos dinâmicos, permitindo atualizações baseadas na

diferença entre estimativas sucessivas.

Também é possível utilizar funções aproximadoras, como redes neurais, para estimarQ(s; a) em es-

paços de estado-ação muito grandes, sendo oDeep Q-Network(DQN) um dos mais utilizados. Em casos

mais simples, o valor de uma ação pode ser estimado por uma média empírica das recompensas recebidas

ao longo do tempo, conforme descrito na Equação 2.4. Nessa equaçãoRi é a recompensa recebida no

instantei , A i é a ação tomada no instantei , eI [A i = a] é uma função indicadora que vale 1 quando a ação

a foi escolhida no tempoi , e 0 caso contrário.

Qt (a) �=
soma das recompensas obtidas ao se tomar a açãoa antes do tempot

número de vezes que a açãoa foi tomada antes do tempot
=

P t � 1
i =1 Ri � I [A i = a]
P t � 1

i =1 I [A i = a]
;

(2.4)

Uma maneira simples de escolher qual ação deve ser tomada em um determinado instante é selecionar a

ação que possui a maior estimativa de valor de ação. Essa abordagem é conhecida como política gananciosa

(greedy policy), na qual o agente sempre escolhe a melhor ação estimada até o momento, sendo essa a ação

com o maior valorQt (a).

Essa ação gananciosa é de�nida pela Equação 2.5, sendoA t a ação escolhida no instantet, e Qt (a)

a estimativa do valor da açãoa nesse momento. Essa estratégia favorece a exploração da melhor ação

conhecida, mas pode levar o agente a negligenciar outras ações, potencialmente melhores se não houver

uma estratégia de exploração adequada combinada.

A t = arg max
a

Qt (a); (2.5)
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2.3.6 Políticas e Funções de Valor

As funções de valor são fundamentais no processo de aprendizagem do agente, pois permitem estimar

o quão boa foi a escolha de uma ação em determinado estado. É por meio dessas funções que o agente

avalia as consequências de suas decisões, com base nas recompensas esperadas [21].

A política (� ) é o mecanismo que de�ne o comportamento do agente, mapeando cada estado para uma

distribuição de probabilidade sobre as ações possíveis [21]. Se o agente segue uma política� no instante

t, como na Equação 2.6, isso representa a probabilidade de o agente escolher a açãoA t = a, dado que se

encontra no estadoSt = s.

� (ajs) = P(A t = a j St = s) (2.6)

A função de valor de estadoV � (s) representa o valor esperado das recompensas futuras que o agente

pode receber ao iniciar no estados e seguir a política� a partir daí. Essa função é de�nida na Equação 2.7.

V � (s) = E� [Gt j St = s] = E�

"
1X

k=0


 kRt+ k+1 j St = s

#

(2.7)

A função de valor de açãoQ� (s; a), por sua vez, representa o valor esperado de iniciar no estados,

tomar a açãoa, e depois seguir a política� . Sua de�nição é conforme a Equação 2.8.

Q� (s; a) = E� [Gt j St = s; At = a] = E�

"
1X

k=0


 kRt+ k+1 j St = s; At = a

#

(2.8)

Essas funções são importantes para a tomada de decisão, pois permitem ao agente avaliar e comparar

diferentes ações com base no retorno esperado.

Existem também as políticas ótimas e as funções de valor ótimas, que representam a melhor forma

possível de agir dentro de um determinado ambiente de aprendizado [22]. A política ótima� � é aquela

que maximiza o valor esperado da recompensa acumulada para todos os estados, sendo de�nida conforme

a Equação 2.9. Já a função de valor ótima de açãoQ� (s; a) é de�nida conforme a Equação 2.10.

V � (s) = max
�

V � (s) (2.9)

Q� (s; a) = max
�

Q� (s; a) (2.10)

Essas funções otimizadas são importantes para encontrar a melhor política possível e servem como

base para algoritmos comoValue IterationeQ-Learning.
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2.3.7 Algoritmo Q-Learning

Um dos algoritmos mais conhecidos do Aprendizado por Reforço é oQ-Learning[23]. Nesse algo-

ritmo, oQ refere-se à função de valor de açãoQ, cujo objetivo é aproximarQ� (s; a), ou seja, a função de

valor ótima para um par estado-ação. A funçãoQ é de�nida conforme a Equação 2.11.

Q(St ; A t )  Q(St ; A t ) + �
h
Rt+1 + 
 max

a
Q(St+1 ; a) � Q(St ; A t )

i
(2.11)

A Equação 2.11 traz algumas variáveis importantes para o aprendizado, sendo elas:

• � é a taxa de aprendizado (learning rate),

• 
 é o fator de desconto (discount factor),

• maxa Q(St+1 ; a) é o melhor valor estimado para o próximo estado.

Essa atualização permite que o agente aprenda, ao longo do tempo, quais ações tendem a levar aos

maiores retornos. Como demonstrado no trabalho [23], o algoritmoQ-Learningé um método de controle

baseado em Diferença Temporal(Temporal Difference), que combina ideias de aprendizado por diferença

temporal com controle de ações.

Uma característica fundamental doQ-Learningé o fato de ser um algoritmooff-policy, ou seja, ele

aprende a política ótima independentemente da política que está sendo seguida pelo agente durante o

treinamento. O agente pode explorar o ambiente utilizando uma política exploratória, como a política

� -greedy, mas a atualização dos valores da funçãoQ(s; a) considera a melhor ação possível no próximo

estado, conforme a política ótima.

Desse modo, oQ-Learningbusca aprender diretamente a função de valor ótimaQ� (s; a), mesmo

enquanto executa ações baseadas em uma política diferente. Essa característica contribui signi�cativamente

para sua popularidade e e�cácia em diversos tipos de ambientes.

Outra característica importante doQ-Learningé que ele não requer conhecimento prévio das transições

do ambiente nem das funções de recompensa; o aprendizado ocorre unicamente por meio de tentativa e

erro, com base nas interações do agente com o ambiente.

O Algoritmo 1 apresenta o funcionamento básico doQ-Learning.
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Algorithm 1 Q-Learning

1: Parâmetros: taxa de aprendizado� 2 (0; 1], fator de desconto
 2 [0; 1], parâmetro� > 0
2: InicializeQ(s; a) arbitrariamente para todos oss 2 S + , a 2 A (s), exceto queQ(terminal; �) = 0
3: for cada episódiodo
4: Inicialize o estadoS
5: while S não for terminaldo
6: EscolhaA a partir deS usando uma política derivada deQ (ex.: � -greedy)
7: Tome a açãoA, observe a recompensaR e o novo estadoS0

8: AtualizeQ(S; A):

Q(S; A)  Q(S; A) + �
h
R + 
 max

a
Q(S0; a) � Q(S; A)

i

9: S  S0

10: end while
11: end for

A Q-Table, ou tabela de ação-valor, é uma estrutura importante no algoritmoQ-Learning. Ela armazena

os valores estimados da funçãoQ(s; a), que representa o valor esperado de se tomar uma determinada ação

a em um estados, como uma estrutura de dados de armazenamento.

A tabela de ação-valor é geralmente representada como uma matriz bidimensional, onde cada linha

corresponde a um estado do ambiente, e cada coluna representa uma ação possível. Cada entrada da

matriz,Q(s; a), é atualizada durante o treinamento do agente a cada iteração, com base nas recompensas

recebidas e na estimativa da melhor ação futura. O objetivo é que, ao �nal do treinamento, os valores na

Q-Tablerepresentem as estimativas do retorno esperado acumulado para cada par de estado-ação.

Ao utilizar a Q-Table, o agente consegue escolher a ação com o maior valor estimado para o estado

atual, fazendo com que o agente aprenda quais ações maximizam a recompensa total acumulada, mesmo

sem conhecer previamente a dinâmica do ambiente.

Porém, a utilização dessa estrutura de dados é e�caz em ambientes com espaços de estados e ações

discretos e relativamente pequenos, pois aQ-Tablese torna inviável quando o número de estados ou ações

é muito grande, ou contínuo. Nesses casos, utilizam-se funções aproximadoras, como redes neurais, para

estimar os valoresQ(s; a).

2.3.8 Deep Q Learning - Aprendizado Q Profundo

Para superar a limitação doQ-Learningem ambientes com grandes espaços de estados e ações, onde a

construção e atualização de umaQ-Tablese torna inviável, principalmente pela alta quantidade de memória

necessária para armazenamento da matriz, foi desenvolvido oDeep Q-Learning. O termodeeprefere-se

à utilização de redes neurais profundas (deep neural networks) como aproximadores da função de valor

Q(s; a), substituindo assim a tabela utilizada noQ-Learningtradicional [24].

A ideia central doDeep Q-Learningé utilizar uma rede neural parametrizada por� para aproximar a

função de valor de açãoQ(s; a; � ). Nessa arquitetura, o estados é fornecido como entrada para a rede, e a

saída corresponde aos valores estimados para cada ação possível naquele estado. Essa rede neural substitui
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aQ-Tabletradicional doQ-Learningclássico, tornando o algoritmo escalável para ambientes com grandes

espaços de estados e ações.

O treinamento da rede é com base na aprendizagem por diferença temporal (Temporal Difference Le-

arning), por meio da minimização da função de perda, de�nida na Equação 2.12, conhecida comoQ-Loss

[25]. Nessa equação,E(s;a;r;s 0) é o valor esperado sobre as amostras de transições(s; a; r; s0) obtidas da

experiência do agente, frequentemente armazenadas em umbufferde memória (replay buffer). O objetivo

dessa função é minimizar o erro quadrático entre o valor estimado pela rede neuralQ(s; a; � ) e oQ-Target

y, de�nido na Equação 2.13.

L (� ) = E(s;a;r;s 0)

h
(y � Q(s; a; � ))2

i
(2.12)

O termoy nessa equação representa oQ-Target, calculado conforme a Equação 2.13, sendo uma es-

timativa do lado direito da equação deBellmanótima para funções de valor de ação. Essa estimativa

considera a recompensa imediata recebida e o valor máximo estimado das ações possíveis no próximo

estado, sendo fundamental para guiar o aprendizado da rede neural noDeep Q-Learning.

y = r + 
 max
a0

Q(s0; a0; � � ) (2.13)

As variáveis envolvidas na Equação 2.13 são de�nidas da seguinte forma:

• r : recompensa imediata recebida após a execução da açãoa no estados;

• s0: novo estado resultante após a transição;

• 
 : fator de desconto, responsável por ponderar a importância das recompensas futuras;

• � � : parâmetros datarget network, uma cópia estável da rede neural principal, atualizada periodica-

mente para melhorar a estabilidade do treinamento.

2.3.8.1 Experience Replay

O Experience Replayno Deep Q-Learningconsiste em uma memória que armazena as transições vi-

vidas pelo agente durante sua interação com o ambiente. Essa técnica é bastante utilizada para estabilizar

e melhorar o treinamento, pois permite que experiências passadas sejam reutilizadas diversas vezes, evi-

tando que o agente esqueça situações anteriormente vividas, promovendo uma melhor generalização do

aprendizado [24].

Cada entrada nessa memória é composta por uma tupla(s; a; r; s0), contendo o estado atuals, a ação

executadaa, a recompensa obtidar e o próximo estados0. Essas transições podem ser registradas à medida

que o agente percorre o ambiente. Porém, em algumas abordagens, a memória pode ser inicialmente

preenchida com transições aleatórias para acelerar o início do aprendizado.

A memória de replay possui um tamanho máximo �xoN , quando esse limite é atingido, as transições

mais antigas são descartadas para dar lugar a novas experiências, conforme uma política de substituição
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de�nida (geralmente FIFO –First In, First Out).

Durante o treinamento da rede neural, são amostrados mini-batchesaleatórios de transições armazena-

das nessa memória. Essa amostragem aleatória é alimentada na rede neural e contribui para uma atualização

mais estável e e�ciente dos parâmetros da rede.

2.3.8.2 Target Network - Rede Alvo

Para melhorar a estabilidade do treinamento noDeep Q-Learning, é comum utilizar uma segunda rede

neural chamadaTarget Network, ou rede alvo. Essa rede é uma cópia da rede principal, responsável por

estimar a função de valor de açãoQ(s; a; � ), mas com parâmetros �xos� � que são atualizados com menor

frequência [24].

O principal motivo para o uso daTarget Networké evitar oscilações e instabilidades no processo de

aprendizado. Essas oscilações acontecem principalmente quando os alvos utilizados na função de perda

mudam muito rapidamente. Portanto, manter os alvos estáveis por alguns passos de tempo torna o apren-

dizado mais consistente.

A atualização da rede alvo pode ser feita de duas formas principais, sendo a atualização periódica a

mais utilizada:

• Atualização periódica: A cadaC passos, os parâmetros da rede alvo são substituídos pelos parâme-

tros atuais da rede principal, ou seja,� �  � .

• Atualização suave: Os parâmetros da rede alvo são atualizados gradualmente a cada passo usando

uma taxa� , como em� �  � � + (1 � � )� � .

Por �m, o algoritmo �nal do aprendizado comDeep Q-Learningestá apresentado no Algoritmo 2.
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Algorithm 2 Algoritmo de Deep Q-Learning comExperience ReplayeTarget Network

1: Inicialize a memória de repetição de experiênciasD com capacidadeN
2: Inicialize a função de valor de açãoQ com pesos aleatórios�
3: Inicialize a rede alvôQ com pesos� � = �
4: for episódio= 1 atéM do
5: Inicialize o estados1 e preprocessamento� 1 = � (s1)
6: for t = 1 atéT do
7: Com probabilidade� selecione uma ação aleatóriaat

8: Caso contrário, selecioneat = arg maxa Q(� (st ); a; � )
9: Execute a açãoat , observe a recompensar t e próximo estadost+1

10: Preprocessamento:� t+1 = � (st+1 )
11: Armazene a transição(� t ; at ; r t ; � t+1 ) emD
12: Amostre aleatoriamente um mini-batchde transições(� j ; aj ; r j ; � j +1 ) deD
13: De�na o alvo:

yj =

(
r j se o episódio termina emj + 1

r j + 
 maxa0 Q̂(� j +1 ; a0; � � ) caso contrário

14: Realize um passo de descida do gradiente na função de perda:

L (� ) = ( yj � Q(� j ; aj ; � ))2

15: A cadaC passos, atualize a rede alvo:� �  �
16: end for
17: end for

2.4 SAÍDAS DE EMERGÊNCIA E ROTAS DE FUGA

Em situações de emergências, como incêndios, a evacuação rápida e segura é importante para a preser-

vação da vida das vítimas. As saídas de emergência e rotas de fuga desempenham papel importante nesse

processo, sendo caminhos projetados para permitir a saída segura do edifício, além de funcionarem como

acessos estratégicos para que equipes de resgate, como o corpo de bombeiros, possam combater o fogo e

realizar a retirada de vítimas [26].

Conforme a Nota Técnica n.º 11/2022 do Corpo de Bombeiros Militar do Estado de Goiás [26], todas as

saídas de emergência devem permanecer desobstruídas e livres de qualquer tipo de barreira, assegurando

o livre �uxo de pessoas durante uma evacuação. Complementarmente, a norma NBR 9077:2001 [7] da

Associação Brasileira de Normas Técnicas (ABNT) estabelece requisitos mínimos para a concepção e

manutenção dessas rotas, como o dimensionamento adequado, a sinalização e�ciente, a iluminação de

emergência e a proteção contra incêndios, visando garantir a evacuação segura em situações críticas.

Embora as diretrizes normativas tenham o objetivo de criar condições ideais para a evacuação, a dinâ-

mica real de um incêndio pode gerar cenários imprevisíveis, como a obstrução de passagens, a propagação

rápida do fogo e a formação de áreas de risco inesperadas. Todos esses fatores podem comprometer a e�-

ciência do planejamento estático das rotas de fuga previamente estabelecidas, evidenciando a necessidade

de abordagens mais adaptativas e inteligentes para apoiar a evacuação em tempo real.
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Nesse contexto, o uso de técnicas de aprendizado por reforço apresenta-se como uma solução ino-

vadora. Por meio de agentes treinados para explorar ambientes complexos, o Aprendizado por Reforço

permite a identi�cação de rotas que minimizem o tempo de evacuação e evitem zonas de perigo, mesmo

diante de mudanças dinâmicas no ambiente. Esses agentes podem ser ensinados a respeitar as restrições

físicas impostas pelas normas de segurança, considerar variáveis dinâmicas, como bloqueios e fumaça, e

utilizar informações auxiliares para a tomada de decisão e�ciente.

A integração de técnicas de Aprendizado por Reforço ao planejamento de rotas de evacuação representa

uma oportunidade de tornar as evacuações mais seguras, realistas e adaptáveis, além de fornecer suporte

potencial às operações de resgate realizadas por equipes especializadas, não apenas para o aprimoramento

da segurança das vítimas, mas também para a otimização das estratégias de resposta a emergências.

2.5 PLANTA BAIXA

Antes da construção de qualquer edifício, seja ele comercial ou residencial, é necessário um planeja-

mento especial, realizado por pro�ssionais como engenheiros e arquitetos. Uma das etapas fundamentais

desse processo é a elaboração da planta baixa.

A planta baixa é uma representação visual bidimensional (2D) dolayout de uma construção, vista

de cima. Ela oferece uma visão clara da disposição dos cômodos, portas, janelas e demais elementos

arquitetônicos existentes, permitindo uma compreensão espacial detalhada da estrutura planejada.

Atualmente, existem diversas formas de se elaborar uma planta baixa, desde métodos tradicionais com

desenho manual até o uso de ferramentas computacionais avançadas, como o AutoCAD [27]. Apesar

de poderem variar em estilo e nível de detalhamento, muitas seguem padrões técnicos que garantem a

legibilidade e a consistência das informações representadas.

No contexto deste trabalho, a planta baixa serve como base para a modelagem do ambiente em forma

de grafo, permitindo a simulação de trajetórias e tomada de decisão mediante Aprendizado por Reforço.

Ao transformar essa representação arquitetônica em uma estrutura de dados adequada, é possível realizar

simulações de navegação e evacuação com base em ambientes reais.

Um exemplo de planta baixa é apresentado na Figura 2.2, correspondente ao térreo do laboratório SG11

da Universidade de Brasília.
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Figura 2.2: Planta baixa do térreo do Laboratório SG11/UnB.

2.6 TEORIA DE GRAFOS

A Teoria dos Grafos é um importante ramo da matemática que iniciou em meados do século XVIII com

o matemático suíço Leonhard Euler, ao publicar um artigo discutindo o famoso problema das sete pontes

deKönigsberg[28]. Königsbergera uma cidade localizada no território da Prússia até 1945, composta por

duas grandes ilhas separadas pelo rio Prególia e conectadas por sete pontes, conforme ilustrado na Figura

2.3. O desa�o consistia em determinar se seria possível atravessar todas as pontes uma única vez, sem

repetir nenhuma. Em 1736, Euler demonstrou que tal travessia era impossível. Para isso, ele represen-

tou o problema por meio de nós e arestas, criando assim o primeiro grafo conhecido e estabelecendo os

fundamentos da Teoria dos Grafos.

Figura 2.3: Esquema das sete pontes de Königsberg [2].
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2.6.1 Grafos

Um grafo é uma estrutura matemática utilizada para representar e modelar relações entre elementos de

um conjunto. Essa estrutura é composta por vértices (ou nós), que representam os elementos, e por arestas,

que representam as conexões ou relações entre esses elementos.

Um grafo é geralmente representado pela letraG e possui dois componentes principais: um conjunto

de vérticesV e um conjunto de arestasE . A sua de�nição formal pode ser expressa da seguinte maneira:

Um grafoG = ( V; E) é de�nido por um conjunto não vazioV de vértices e um conjuntoE de

arestas, tal que cada arestae 2 E é de�nida por um par não ordenado(u; v), ondeu; v 2 V .

[29]

O grafo é frequentemente representado de forma visual, onde os vértices (ou nós) são desenhados como

pontos e as arestas como linhas ou curvas conectando pares de vértices. Em termos conceituais, uma aresta

representa uma relação entre dois elementos do conjunto de vértices. Um exemplo do desenho de um grafo

pode ser encontrado na Figura 2.4.

A estrutura de um grafo está diretamente relacionada à teoria dos conjuntos, pois um grafo é de�nido

como um par ordenadoG = ( V; E), ondeV é um conjunto não vazio de vértices eE é um subconjunto do

produto cartesianoV � V , representando as conexões (arestas) entre os elementos deV . Essa base formal

permite utilizar grafos de maneira matemática, facilitando a análise de suas propriedades e aplicações [30].

Figura 2.4: Exemplo do desenho de um grafo.

Um grafo pode ser representado por um conjunto de vérticesV = f v1; v2; v3; v4; : : :g e um conjunto

de arestasE = f (v1; v2); (v1; v4); (v1; v3); (v2; v3); (v4; v3); : : :g, onde cada aresta é um par não ordenado

de vértices que indica uma conexão entre eles [29].
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2.6.2 De�nições

As de�nições fundamentais na teoria básica dos grafos são apresentadas a seguir, conforme demons-

trado em [29].

De�nição 2.6.1(Incidência). Diz-se que uma aresta é incidente a um vértice quando está conectada a ele.

Ou seja, uma arestae = ( u; v) é incidente aos vérticesu ev.

De�nição 2.6.2 (Adjacência). Dois vértices são considerados adjacentes quando estão conectados por

uma aresta. Assim, se existe uma arestae = ( u; v) 2 E , então os vérticesu e v são adjacentes. Vértices

adjacentes também são comumente chamados de vizinhos.

De�nição 2.6.3 (Ordem). A ordem de um grafo corresponde à cardinalidade do conjuntoV . Em outras

palavras, a ordem indica a quantidade de vértices do grafo, sendo denotada porjV j ou pela letran.

De�nição 2.6.4 (Tamanho). O tamanho de um grafo corresponde à cardinalidade do conjuntoE . Em

outras palavras, o tamanho indica a quantidade de arestas do grafo, sendo denotada porjE j ou pela letra

m.

De�nição 2.6.5 (Densidade). A densidade de um grafo é uma medida que relaciona seu tamanho à sua

ordem, representando a proporção entre a quantidade de arestas existentes e o número máximo possível

de arestas entre os vértices.

De�nição 2.6.6 (Percurso). Em um grafo não dirigido ou direcionado, um percursoP é uma sequência

alternada de vértices e arestas, dada por

P = hv0; e1; v1; e2; : : : ; en ; vn i ;

onde cada arestaei conecta os vérticesvi � 1 evi , isto é, o vértice �nal de uma aresta coincide com o inicial

da próxima.

De�nição 2.6.7 (Comprimento). O comprimento de um percurso é dado pela quantidade de arestas per-

corridas. Denota-se por� (s; v) o comprimento do percurso entre os vérticess ev. Se não existir percurso

possível entrev0 evn , de�ne-se� (v0; vn ) = 1 .

De�nição 2.6.8(Trilha). Em um grafo, uma trilha é um percurso que não repete arestas.

De�nição 2.6.9 (Caminho). Um caminho é uma trilha que não repete vértices, exceto, eventualmente, os

vértices inicial e �nal.

De�nição 2.6.10 (Caminho Mínimo). Dados dois vérticess e v, o caminho mínimo entres e v é de�-

nido como o caminho de menor comprimento dentre todos os caminhos existentes entres e v. Note que,

dependendo da estrutura do grafo, pode haver mais de um caminho mínimo entres ev.

2.6.3 Grafos Direcionados

Existem também os grafos direcionados, ou dirigidos, nos quais as arestas possuem um sentido de�nido

entre os vértices. Nesse caso, cada aresta é representada por um par ordenado de vértices, em que o primeiro
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elemento indica o vértice de origem e o segundo o vértice de destino. Esses grafos são conhecidos como

dígrafos, e são geralmente utilizados para modelar relações assimétricas, como rotas unidirecionais, �uxos

de informação ou dependências entre tarefas.

Considere o dígrafoG = ( V; E), onde:

V = f v1; v2; v3g e E = f (v1; v2); (v2; v3); (v3; v1)g:

A aresta(v1; v2) indica uma conexão do vérticev1 parav2, mas não necessariamente o contrário. Assim,

as conexões têm um sentido de�nido, diferente dos grafos não direcionados.

2.6.4 Grafos Rotulados

Grafos rotulados são aqueles cujos vértices e arestas possuem algum tipo de identi�cação individual,

como números, letras ou pesos, que permitem distinguir ou atribuir signi�cado a cada elemento do grafo.

Por exemplo, considere o grafoG = ( V; E), onde

V = f v1; v2; v3g; com rótulos f A; B; C g

e

E = f (v1; v2); (v2; v3); (v3; v1)g; com pesos f 5; 3; 7g:

Aqui, cada vértice tem um rótulo (A, B, C) e cada aresta possui um peso numérico que pode representar,

por exemplo, distâncias ou custos entre os vértices.
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3 TRABALHOS RELACIONADOS

3.1 PLANEJAMENTO DE ROTAS DE FUGA

A análise de melhor caminho é um campo da matemática e da teoria dos grafos que começou a se

desenvolver no século XX [31]. Este campo se concentra em encontrar o caminho mais e�ciente entre

pontos em uma rede ou grafo, levando em conta critérios como distância, custo ou tempo. A análise

de melhor caminho é fundamental para diversas aplicações práticas, incluindo roteamento em redes de

computadores, planejamento de trajetos em sistemas de navegação, otimização de processos logísticos e

de�nição de rotas de fuga.

Entre os algoritmos mais importantes para resolver problemas de melhor caminho estão o Algoritmo

de Dijkstra, o Algoritmo de Bellman-Ford e o Algoritmo A*. O Algoritmo de Dijkstra, desenvolvido

por Edsger W. Dijkstra em 1956, encontra o caminho mais curto a partir de um vértice de origem para

todos os outros em um grafo com pesos não negativos, utilizando uma abordagem gulosa que seleciona

iterativamente o vértice com a menor distância conhecida [32].

O Algoritmo de Bellman-Ford, criado por Richard Bellman e Lester Ford na década de 1950, é ade-

quado para grafos com pesos negativos nas arestas e pode detectar ciclos de peso negativo [33]. Já o

Algoritmo A*, desenvolvido por Peter Hart, Nils Nilsson e Bertram Raphael em 1968, combina uma heu-

rística com a busca de caminho para otimizar a solução, utilizando uma função de custo total estimado para

direcionar a busca de forma mais e�ciente [34].

Vários estudos utilizam esses algoritmos para encontrar os melhores caminhos em ambientes comple-

xos, principalmente no contexto de jogos. Existem trabalhos que comparam os diferentes algoritmos de

busca para avaliar sua e�cácia [35], [36], [37]. Esses estudos evidenciam como o algoritmo A* é o mais

indicado no contexto de busca de caminhos, demonstrando sua superioridade em cenários dinâmicos e

desa�adores.

Apesar desses algoritmos clássicos serem e�cientes para muitos problemas de caminho, eles enfrentam

limitações em contextos complexos e dinâmicos. Por isso, a IA se mostra uma boa opção nesses contextos,

pois pode lidar com complexidades e variabilidades que algoritmos tradicionais encontram di�culdades.

Modelos de IA, como redes neurais e algoritmos de Aprendizado de Reforço, podem aprender a adaptar

suas estratégias a diferentes condições e ajustar suas decisões em tempo real.

Diversos estudos têm explorado a identi�cação de rotas seguras em emergências e desastres utilizando

IA. Essas pesquisas focam no desenvolvimento de soluções para aprimorar o planejamento de rotas de

evacuação, visando aumentar a segurança e reduzir o tempo de resposta em momentos críticos.

Rotas de fuga em casos de incêndios �orestais e ambientes abertos são amplamente estudadas na lite-

ratura. O trabalho de [38] propõe um método de planejamento de rotas de fuga em cenários de incêndios

�orestais, utilizando um algoritmo A* aprimorado, com dados provenientes de imagens de sensoriamento

remoto por satélites. Essa abordagem considera múltiplos fatores ambientais, como vegetação, topogra�a

e comportamento do fogo, para minimizar a exposição ao risco ao longo da rota. Diferentemente do tra-
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balho [38], este estudo não tem como foco a análise de ambientes abertos e também não utiliza algoritmos

clássicos de busca.

Além das rotas de fuga em incêndios ambientais, desastres naturais como terremotos apresentam desa-

�os adicionais. O trabalho de [39] aborda esse problema ao propor uma solução baseada em aprendizado

supervisionado híbrido clássico-quântico, utilizando uma arquitetura com redes FiLM (Feature-wise Li-

near Modulation) combinadas com uma rede neural quântica. O objetivo do modelo é aprender a imitar

o comportamento do algoritmo de Dijkstra na identi�cação dos menores caminhos em um grafo urbano

dinâmico, representando o cenário de evacuação veicular em uma cidade após um terremoto, considerando

ainda incertezas e bloqueios. Uma diferença em relação ao presente trabalho é que [39] foca na evacu-

ação veicular em larga escala, enquanto este estudo se concentra em ambientes fechados discretizados,

modelados como grafos.

Problemas de rotas de fuga também são relevantes na área de robótica móvel, especialmente em cená-

rios com baixa visibilidade. O trabalho de [40] propõe uma solução baseada em Aprendizado por Reforço

para identi�cação de rotas de evacuação em incêndios estruturais, considerando ambientes com elevada

concentração de fumaça, onde métodos tradicionais de localização, como SLAM, tornam-se inviáveis. A

abordagem utiliza um sistema embarcado em um drone, equipado com LiDAR, sensores de sonar e módu-

los de detecção de temperatura e umidade, para criar mapas de visibilidade e atribuir escores de perigo aos

nós do ambiente. Embora o trabalho também utilize Aprendizado por Reforço, o presente estudo não foca

na navegação autônoma de robôs e sim de pessoas. Além disso, o agente desenvolvido em [40] está voltado

principalmente para a navegação em condições de baixa visibilidade, com foco na percepção espacial por

sensores físicos embarcados.

O trabalho [41] explora a evacuação em ambientes fechados, como supermercados, utilizando um

algoritmo de Otimização por Colônia de Formigas (IACO), que leva em conta parâmetros dinâmicos como

temperatura, concentração de fumaça e monóxido de carbono, obtidos por sensores físicos e simulações

computacionais. Apesar deste trabalho também tratar da evacuação em ambientes fechados (indoor), a

abordagem utilizada é baseada em uma meta-heurística clássica (IACO), com um processo de otimização

que depende de informações detalhadas e em tempo real sobre as condições ambientais, como temperatura

e concentração de fumaça, obtidas por sensores físicos e simulações.

O trabalho [42] realiza uma análise de rotas de fuga em ambientes fechados combinando o algoritmo

A* com o algoritmoK-Nearest Neighbors(KNN) para prever as melhores rotas de evacuação. O estudo

propõe um processo de pré-seleção de saídas, utilizando o KNN para estimar quais saídas são mais adequa-

das para diferentes posições iniciais no edifício, antes de aplicar o A* para o cálculo do caminho. Um dos

principais focos da pesquisa é veri�car se essa estratégia de pré-seleção mantém uma taxa de sucesso ele-

vada em diferentes layouts de planta baixa, demonstrando que a escolha antecipada da saída pode reduzir

o tempo total de evacuação.

Vários estudos focam em rotas de fuga para cenários de incêndios em ambientes fechados utilizando

Aprendizado por Reforço. O trabalho [43] propõe um ambiente de evacuação de incêndio modelado como

um grafo, permitindo o treinamento de agentes baseados em Deep Q-Learning (DQN). Um dos principais

diferenciais do estudo é a utilização deTransfer Learning, em que o agente é inicialmente treinado para

aprender os caminhos mais curtos até a saída e então esse conhecimento prévio é transferido quando o

23



agente precisa entender cenários mais complexos e dinâmicos, como o espalhamento do fogo e gargalos

de evacuação (bottlenecks), exigindo que o agente adapte suas decisões em tempo real. Para cada nova

con�guração de foco de incêndio, o agente é re-treinado para re�etir as mudanças no ambiente.

O trabalho [43] foi uma das principais inspirações para a etapa inicial da presente pesquisa, especial-

mente no que diz respeito à representação do ambiente como grafo e à utilização de técnicas de Aprendi-

zado por Reforço para de�nição de rotas de evacuação. Entretanto, o presente estudo avança ao remover a

necessidade de re-treinamento a cada mudança de cenário, permitindo que o agente realize inferência em

tempo real para diferentes con�gurações de obstáculos (fogo e/ou congestionamento) sem a necessidade

de atualização da política aprendida.

Muitas variáveis podem in�uenciar a determinação da melhor rota de fuga, incluindo o congestiona-

mento gerado pelo alto �uxo de pessoas em ambientes. O trabalho [44] tem como foco a otimização das

rotas de evacuação visando minimizar o tempo total necessário para que todas as vítimas alcancem uma

saída segura. Para isso, as vítimas são agrupadas de acordo com sua localização, e o algoritmo calcula o

momento ideal para que cada grupo inicie seu deslocamento, para evitar a formação de gargalos e con-

gestionamentos. Como método de busca de caminho, o estudo utiliza o algoritmo de Dijkstra, um dos

algoritmos clássicos mais utilizados em problemas de rotas de evacuação.

A maioria dos trabalhos citados anteriormente foca na análise das rotas de fuga, sem explorar detalha-

damente a transformação de dados reais, como plantas baixas de edifícios, em ambientes de aprendizado

para algoritmos de IA. Este trabalho dá continuidade ao estudo apresentado em [1], que, além de propor

um algoritmo de Aprendizado por Reforço profundo para rotas de fuga em incêndios em ambientes fecha-

dos, também desenvolveu uma interface para a criação do grafo do ambiente. Essa interface possibilita a

transformação de plantas baixas em grafos por meio de uma ferramenta manual de desenho, facilitando a

criação e a experimentação de ambientes para o treinamento e a análise de agentes inteligentes em cenários

de evacuação.

3.2 REPRESENTAÇÃO DO AMBIENTE DE APRENDIZAGEM

Existem duas abordagens reconhecidas para transformar um cenário de rotas de saída em um ambiente

de aprendizado: uma baseada em matrizes e outra em grafos.

A abordagem matricial é bastante utilizada em jogos e no problema conhecido comoMulti-Agente

Path�nding (MAPF), onde o ambiente é representado por uma matriz. Essa representação facilita a na-

vegação e a busca de caminhos para múltiplos agentes simultaneamente [45]. No estudo [42], a matriz é

utilizada como ambiente de aprendizado para a identi�cação da melhor rota de fuga.

Para problemas com ambientes de grande escala, a representação por grafos é geralmente preferida,

pois a iteração sobre um grafo e sua matriz de adjacência geralmente apresenta menor custo computacional

do que a iteração sobre uma matriz completa. Em um grafo, são consideradas apenas as conexões relevantes

entre os nós, reduzindo a complexidade ao eliminar a necessidade de examinar cada célula individualmente,

como ocorre na matriz, onde todos os elementos da grade devem ser avaliados. Essa e�ciência torna a

representação por grafos especialmente adequada para ambientes grandes, nos quais o uso de matrizes pode
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se tornar inviável devido ao crescimento exponencial do número de operações computacionais exigidas.

No trabalho [46], uma rede rodoviária é modelada como um grafo, e técnicas de Aprendizado por

Reforço Profundo são empregadas para simular cenários de busca e perseguição em operações policiais.

De forma semelhante, os estudos [1], [43] e [44] utilizam a representação por grafos para modelar plantas

baixas de edifícios, aplicando essa estrutura para análise e planejamento de rotas de fuga em ambientes

fechados.

No entanto, a representação automática de imagens de plantas de edifícios ou ambientes abertos em

representações baseadas em grafos representa um grande desa�o. Isso se deve ao fato de que essa trans-

formação requer a identi�cação precisa de nós e arestas que correspondam às características físicas e

estruturais do ambiente. É necessário interpretar a planta baixa para reconhecer pontos de entrada e saída,

como portas e janelas, além de corredores, salas e obstáculos, e então traduzir essas informações em uma

estrutura de grafo que represente adequadamente olayoute as conexões do ambiente.

Já existem trabalhos que exploram a conversão de imagens de plantas baixas de edifícios em grafos,

muitos deles utilizando IA. O trabalho [47] propõe o uso de segmentação semântica por meio de aprendi-

zado profundo para reconhecer características das plantas, como paredes, portas e escadas, e transformá-las

em grafos com base em regras pré-de�nidas. Eles utilizam o conjunto de dados LIFULL HOME's [48],

voltado para imagens de alta resolução de imóveis para locação. Embora o método alcance uma precisão de

92%, ele é testado e aplicado apenas em plantas baixas com baixo nível de complexidade e em ambientes

pequenos, o que não re�ete a realidade de análises em plantas baixas maiores e mais complexas.

Dois projetos interessantes que surgiram nessa área foram o CubiCasa5k [49] e o CubiGraph5k [50].

O CubiCasa5k foi desenvolvido para criar um dataset para o treinamento de redes neurais profundas, vi-

sando a conversão de imagens matriciais de plantas baixas em polígonos codi�cados que representam os

diferentes ambientes presentes na planta. Esse dataset contém 5000 imagens anotadas e foi gerado a partir

de uma arquitetura convolucional de encoder-decoder.

O projeto CubiGraph5k [50] utilizou o dataset CubiCasa5k para converter plantas baixas rasterizadas

em uma representação de grafo, aplicando o conceito de adjacência entre os ambientes e conexões, como

portas. Embora esses projetos sejam promissores, eles apresentam limitações signi�cativas, principalmente

pela utilização apenas de plantas baixas pequenas de casas ou apartamentos, o que reduz a complexidade

e a capacidade de generalização das soluções propostas. Além disso, ambos os projetos não foram atuali-

zados nos últimos anos, o que limita sua capacidade de lidar com desa�os mais complexos e com plantas

baixas maiores, como as de edifícios comerciais ou grandes instalações, necessárias para avanços mais

signi�cativos na área.

As soluções baseadas emsoftwaresde criação de plantas baixas especí�cas apresentam resultados pro-

missores [51]. No entanto, esses métodos geralmente não utilizam imagens matriciais como entrada, o que

limita sua aplicabilidade em cenários onde apenas plantas digitalizadas ou fotografadas estão disponíveis.

Uma revisão de literatura abrangente foi conduzida em [52], onde foram identi�cadas diversas abor-

dagens e conjuntos de dados disponíveis para esse contexto. A revisão destacou que algumas soluções

empregam métodos baseados em regras, especialmente aquelas que utilizam arquivos CAD como base,

enquanto outras exploram o Aprendizado de Máquina, com ênfase em aprendizado profundo e modelos
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generativos. Um dos principais pontos de conclusão deste estudo é coerente com os desa�os já mencio-

nados; a maioria dos conjuntos de dados utilizados para avaliar esses métodos são compostos por plantas

de casas e apartamentos, sem considerar plantas mais complexas, como escritórios, edifícios públicos,

universidades e hospitais.

A conversão automática de uma imagem de planta baixa em um grafo é um desa�o complexo e não

trivial. Considerando que o foco deste trabalho é a aplicação de Aprendizado por Reforço em ambientes

fechados representados por grafos, optou-se por uma abordagem manual para essa representação. Para

isso, foi desenvolvida uma interface que permite ao usuário carregar a imagem da planta baixa e sobrepor

o grafo diretamente a ela. Embora esse processo seja mais trabalhoso, ele tende a proporcionar resultados

mais precisos em comparação com abordagens automatizadas previamente exploradas.

Importante destacar que a solução adotada baseia-se na metodologia apresentada em [1], a qual foi

aprimorada com melhorias pontuais para adequar-se às modi�cações introduzidas com a evolução do al-

goritmo de Aprendizado por Reforço empregado neste estudo.

Para concluir, a Tabela 3.1 apresenta uma análise comparativa que destaca as características dos estudos

analisados, ressaltando as inovações e vantagens do trabalho aqui proposto.

Tabela 3.1: Comparação entre trabalhos relacionados e o presente estudo

Estudo Abordagem / Método Contexto / Ambiente
ZHU, Y.; ZHANG, [38] Algoritmo A* aprimorado com múl-

tiplos fatores ambientais, baseado em
imagens de satélite

Incêndios �orestais e ambientes aber-
tos de grande escala

HABOURY [39] Aprendizado supervisionado híbrido
clássico-quântico (FiLM + rede
quântica)

Evacuação veicular em cidades após
terremotos, ambiente dinâmico e in-
certo

SRIKANTH [40] Aprendizado por Reforço com senso-
rística embarcada (LiDAR, sonar)

Incêndios estruturais com baixa visi-
bilidade (robótica móvel)

XU, L.; HUANG, [41] Otimização por Colônia de Formigas
aprimorada (IACO)

Ambientes fechados, como super-
mercados, com monitoramento em
tempo real

AGNIHOTRI, A [42] Combinação de A* com KNN para
pré-seleção de saídas

Ambientes fechados com diferentes
plantas baixas

SHARMA, J [43] Deep Q-Learning com Transfer Lear-
ning

Ambientes fechados simulados como
grafos e obstáculos

HAN, L.; GUO, H. [44] Algoritmo de Dijkstra com agrupa-
mento e controle de tempo para evitar
congestionamentos

Ambientes fechados com grande
�uxo de pessoas

ROSA, A. C. [1] Aprendizado por Reforço profundo
comtransfer learninge interface ma-
nual para construção de grafos a par-
tir de plantas baixas

Ambientes fechados com grafos de-
senhados manualmente

Trabalho Proposto Aprendizado por Reforço profundo
com inferência para múltiplos cená-
rios e interface manual para constru-
ção de grafos a partir de plantas bai-
xas

Ambientes fechados com grafos de-
senhados manualmente, com obstá-
culos dinâmicos (fogo e congestiona-
mento)
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4 ARQUITETURA DA PROPOSTA

A proposta deste trabalho é dar continuidade à pesquisa realizada em [1], que propôs o uso de Aprendi-

zado por Reforço Profundo comtransfer learningpara identi�car, em tempo real, as saídas de emergência

em casos de incêndio em um edifício utilizando sua planta baixa. No entanto, algumas limitações foram

identi�cadas, especialmente quanto à necessidade de empregar Aprendizado por Reforço Profundo em um

ambiente relativamente simples. Além disso, o modelo apresentava di�culdades em cenários com grafos

maiores e mais complexos.

Para superar essas limitações e reforçar a aplicabilidade do Aprendizado por Reforço nesse contexto,

este trabalho propõe uma abordagem aprimorada, introduzindo um ambiente de aprendizado mais dinâ-

mico. A nova abordagem considera fatores críticos, como gargalos e nós atingidos pelo fogo, demons-

trando que o Aprendizado por Reforço pode ser e�caz mesmo em cenários mais complexos e realistas.

Além disso, enquanto o estudo anterior utilizava plantas baixas mais simples e com menor número de obs-

táculos, esta pesquisa amplia a complexidade do ambiente, permitindo a aplicação do modelo em plantas

maiores e mais detalhadas, tornando a solução mais escalável e próxima de cenários reais.

A metodologia utilizada em [1] consistia no uso de uma rede MLP (Multilayer Perceptron) para re-

presentar o modelo de Aprendizado por Reforço Profundo. O estudo explorava principalmente a técnica

de transfer learning, onde um agente era previamente treinado para aprender todas as rotas de fuga em

um ambiente sem bloqueios. Em um momento de necessidade real, essa técnica permitia que, em pou-

cos segundos ou minutos, o agente fosse ajustado para evitar os nós atingidos pelo fogo; porém, a cada

modi�cação do ambiente, o agente precisava ser retreinado.

Diferentemente de [1], este estudo propõe uma versão aprimorada da abordagem anterior, utilizando

uma rede neural profunda e estruturada para capturar melhor as complexidades do ambiente. Essa melhoria

adiciona camadas e ajusta os hiperparâmetros utilizados, buscando otimizar o desempenho do agente no

processo de Aprendizado por Reforço. Além disso, a ampliação do ambiente de teste para plantas baixas

maiores e mais complexas permite avaliar a escalabilidade da abordagem e sua viabilidade em cenários

reais de evacuação.

Uma das principais inovações proposta, em comparação com o apresentado em [1], é a introdução

de uma maior complexidade no ambiente. Nessa abordagem, simulamos gargalos por meio de agentes

virtuais que se movimentam pelo grafo, representando o alto �uxo de pessoas em determinados nós. Dessa

forma, o agente treinado aprende a evitar nós congestionados e, sempre que possível, optar por caminhos

alternativos que promovam uma evacuação mais e�ciente.

Uma ressalva importante é que os agentes virtuais, que simulam o �uxo elevado de pessoas, não são

treinados e não possuem inteligência própria. Eles se movimentam pelo grafo de acordo com critérios

pré-estabelecidos, funcionando apenas como obstáculos dinâmicos que simulam gargalos. Assim, o foco

do trabalho é o treinamento de um único agente, que aprende a evitar esses nós congestionados e a escolher

caminhos alternativos, enquanto os agentes virtuais atuam de maneira �xa e determinística.

Para o desenvolvimento do código de Aprendizado por Reforço Profundo, foi utilizada principalmente

27



a linguagem de programação Python [53], devido à sua ampla adoção na comunidade cientí�ca e suporte

a diversas bibliotecas para aprendizado de máquina. A implementação foi baseada na biblioteca PyTorch

[54], uma estrutura de código aberto utilizada para computação em tensores e construção de redes neurais,

oferecendo �exibilidade e e�ciência no treinamento de modelos de aprendizado profundo.

4.1 ARQUITETURA GERAL

A arquitetura proposta é apresentada na Figura 4.1, composta por quatro camadas principais: apresen-

tação, aplicação, persistência e inteligência. Por meio dessa estrutura, o usuário pode cadastrar o grafo

correspondente à imagem de uma planta baixa do ambiente, utilizando a interface front-end desenvolvida.

Ao submeter esse projeto à API, os dados são armazenados nos serviços de persistência. Com esses dados,

o usuário pode iniciar o treinamento de um agente de aprendizado, cujo modelo resultante (pesos treinados)

é salvo para uso posterior de inferência, conforme as con�gurações de�nidas.

Figura 4.1: EvacuAI - Arquitetura Proposta.

O código-fonte da interface front-end está disponível em [55], o código da API pode ser acessado

em [56] e o servidor gRPC responsável pelo treinamento do agente está disponível em [57]. Os servi-

ços empregados na camada de persistência foram executados emcontainersDocker [58] e não possuem

instâncias públicas acessíveis, estando disponíveis apenas em suas implementações o�ciais.

4.1.1 Camada de Apresentação

A camada de apresentação é responsável pela interação do usuário com o sistema, composta por um

front-end desenvolvido em Vue.js [59]. O Vue.js é um framework para construção de interfaces de usuário,

que se destaca por sua simplicidade, reatividade e facilidade de integração com outras bibliotecas. Essa

interface permite tanto o cadastro de um novo projeto com sua planta baixa correspondente, quanto o

treinamento e a execução de inferências em projetos previamente criados.

Para a hospedagem e disponibilização da interface front-end, foi utilizada a plataforma Vercel vercel,

que permite o deploy contínuo de aplicações web estáticas ou dinâmicas. Sua utilização se deve ao fato de
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ser facilmente integrável com repositórios Git. A aplicação desenvolvida pode ser acessada em [60].

É importante observar que a API, que será apresentada na próxima Subseção, não está hospedada publi-

camente e, portanto, para realizar testes completos utilizando o front-end, é necessário hospedar localmente

a API e indicar seu caminho no campoAPI Endpoint da interface.

A Figura 4.2 apresenta a página inicial da interface front-end, onde o usuário pode iniciar a criação,

inferência ou treinamento de projetos.

Figura 4.2: Página inicial do front-end.

4.1.1.1 Criar um novo projeto

Para o desenvolvimento da funcionalidade de criação de um novo projeto, foi utilizada principalmente

a biblioteca v-network-graph [61], sendo desenvolvida para Vue.js e voltada para a visualização e edição

interativa de grafos diretamente no navegador. Ela permite que nós e arestas sejam criados, movidos e

con�gurados de forma dinâmica, sendo especialmente útil para a modelagem de plantas baixas em forma

de grafo. Essa biblioteca facilita tanto a usabilidade quanto a �exibilidade na construção do grafo pelo

usuário.

A criação do grafo é realizada manualmente. Portanto, ao enviar uma imagem da planta baixa, o

usuário deve desenhar o grafo na interface web, indicando os nós e as arestas. É responsabilidade do

usuário informar corretamente todas as conexões entre os nós e indicar os nós que representam saída. Esse

processo está ilustrado na Figura 4.3.

No momento em que o usuário submete um novo projeto, é realizada uma requisição HTTP do tipo

POSTpara a rota/create da API. Nessa requisição, são enviados tanto a imagem da planta baixa quanto

as informações do grafo, extraídas pela biblioteca v-network-graph. Além disso, são incluídos dados adi-
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cionais do projeto, como o nome e outros metadados relevantes.

Figura 4.3: Página para o usuário desenhar o grafo referente a planta baixa.

Neste trabalho, todos os nós dos grafos são identi�cados por rótulos numéricos únicos. As arestas são

bidirecionais, ou seja, há conectividade em ambos os sentidos entre nós adjacentes.

4.1.1.2 Treinamento de um projeto

Após a criação de um projeto com o grafo correspondente à planta baixa do ambiente, é possível re-

alizar o treinamento de um agente de aprendizado por reforço nesse cenário. Para isso, foi implementada

uma página que permite ao usuário selecionar o projeto desejado e fornecer os hiperparâmetros do treina-

mento. Um mesmo projeto pode ter diversos treinamentos diferentes, sendo útil principalmente para testes

de diferentes hiperparâmetros. Cada treinamento será armazenado separadamente e com um identi�cador

único.

Portanto, quando o usuário submete um novo treinamento, uma requisição HTTP do tipoPOSTé

realizada para a rota/train_project da API. O corpo da requisição deve conter um objetoJSONcom

os campos necessários, como o project_id e os hiperparâmetros necessários. Caso os hiperparâmetros não

sejam especi�cados, será utilizado os valores padrão para iniciar o processo de treinamento.

O treinamento é realizado de forma assíncrona. Isso signi�ca que, ao enviar a requisição de treina-

mento, um identi�cador único (ID) é gerado e retornado ao usuário. Quando o treinamento for concluído,

os pesos do modelo treinado serão salvos na camada de persistência. A partir desse momento, o usuário

poderá utilizar o ID para realizar inferências com o modelo treinado.

A Figura 4.4 ilustra o processo necessário para iniciar o treinamento de um agente no ambiente/projeto
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selecionado.

Figura 4.4: Página para iniciar o treinamento de um agente de aprendizagem.

4.1.1.3 Inferência de um projeto

Após a criação e o treinamento de um projeto, é possível realizar inferências utilizando os pesos de

um treinamento especí�co. Para isso, o usuário deve selecionar o projeto e o identi�cador único (ID) do

treinamento desejado. A inferência pode ser con�gurada conforme o objetivo especí�co da análise, sendo
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possível de�nir parâmetros opcionais, como um nó inicial, nó em chamas e os nós congestionados. Com

essas informações, o sistema executa o agente no ambiente con�gurado e retorna os caminhos percorridos

durante a inferência. Caso nenhum nó inicial seja especi�cado, será feita a inferência do agente a partir de

todos os nós do grafo, exceto os nós de saída.

Para a listagem de todos os projetos cadastrados na interface web, é utilizada a rotaGET da API

/project . Para exibir ao usuário todos os identi�cadores únicos (IDs) de treinamentos associados a um

determinado projeto, utiliza-se a rotaGET /train_ids/{project_id} . Por �m, para que o usuário

visualize os resultados da inferência na interface, é utilizada a rotaGET /inference .

Esse processo de inferência é ilustrado sequencialmente nas Figuras 4.5, 4.6 e 4.7.
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Figura 4.5: Página para escolha do projeto e identi�cador de treinamento na inferência.
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Figura 4.6: Página para a con�guração do ambiente de inferência.
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Figura 4.7: Página para visualização da inferência conforme a con�guração escolhida.

4.1.2 Camada de Aplicação

A camada de aplicação é composta por uma API (Application Programming Interface) REST desen-

volvida com FastAPI [62], umframeworkpara a construção de APIs com a linguagem de programação

Python, baseada nos padrões do OpenAPI.

Essa API se comunica com todas as camadas da arquitetura proposta. Ela é utilizada pelo front-end
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para buscar e salvar informações, pela camada de persistência para armazenar e resgatar os dados dos

projetos, e pela camada de inteligência para iniciar treinamentos e realizar inferências.

Para atender a essas funcionalidades, a API expõe rotas especí�cas que dão suporte completo à inte-

gração entre as camadas. As principais rotas disponíveis são:

• /create[POST] : cria um novo projeto;

• /inference[GET] : retorna o resultado de uma inferência;

• /projects[GET] : lista todos os projetos cadastrados;

• /train_ids/project_id[GET] : retorna todos os train_ids (IDs de treinamento) associados a um pro-

jeto;

• /train_project[POST] : inicia o treinamento de um projeto.

Essas rotas e sua organização podem ser visualizadas na Figura 4.8.

Figura 4.8: Documentação da API desenvolvida.
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Para a inicialização da API, é necessário estabelecer conexões tanto com o banco de dados MongoDB,

que será utilizado para o armazenamento dos dados, quanto com o serviço deObject Storage, responsável

por salvar e recuperar informações relacionadas aos projetos. Para isso, foram utilizadas as bibliotecas

Python pymongo e minio. Essas conexões são abertas durante a inicialização da API e fechadas no mo-

mento da �nalização. Esses serviços serão explicados na próxima subseção.

Além disso, é preciso estabelecer conexão com o servidor gRPC da camada de inteligência para possi-

bilitar o início e a inferência dos projetos. Para essa comunicação, foram utilizadas as bibliotecas grpcio e

grpcio-tools.

4.1.2.1 /create

A rota /create é utilizada pelofront-endpara a criação de um novo projeto. Para isso, é necessário

o envio dos seguintes dados:project_name, image, nodes, edgese layouts.

Os camposnodes, edgese layoutsreferem-se às estruturas criadas quando o usuário constrói um grafo

utilizando a biblioteca NetworkX do VueJs. O camponodesrepresenta os nós do grafo, o campoedges

representa as arestas, e o campolayoutsde�ne a disposição espacial dos nós para �ns de visualização,

como o posicionamento em um plano bidimensional.

Na criação do projeto, foi implementada uma função para o cálculo da distância entre nós adjacentes,

utilizando as informações contidas no campolayouts. O cálculo da distância é feito de forma simples,

considerando a raiz quadrada da soma dos quadrados das diferenças entre as coordenadasx e y de dois

nós, conforme a Equação 4.1.

d =
p

(x2 � x1)2 + ( y2 � y1)2 (4.1)

Uma observação importante é que, neste trabalho, não é utilizada a escala real da planta do edifício,

uma vez que não foi realizada nenhuma inspeção presencial para obtenção das medidas físicas e nenhuma

extração dessas informações da planta baixa foi realizada. Dessa forma, as distâncias calculadas estão

relacionadas apenas às posições empixelsda imagem da planta baixa. Esta limitação representa um dos

desa�os a serem enfrentados caso se deseje aplicar o projeto em um ambiente com escala real, o que não é

considerado nesta etapa do desenvolvimento.

O Listing 1 do Apêndice I.2 mostra como foi implementada, em Python, a rota para a criação de um

projeto.

4.1.2.2 /train_project

Esta é outra rota crucial para o projeto, pois é por meio dela que se pode iniciar o treinamento de um

projeto. A partir do momento em que um projeto é criado, ele já pode ser treinado.

Para realizar o treinamento, é necessário informar qual projeto será utilizado através do campoproject ,

assim como os hiperparâmetros através do campohyperparameters que serão aplicados nesse treina-
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mento. Todos os hiperparâmetros são opcionais; caso o usuário não os envie, serão utilizados os valores

padrão.

Quando o usuário envia oproject_id do experimento, esse valor é enviado com os hiperparâmetros

recebidos para o servidor gRPC. Esse servidor é responsável por acessar a camada de persistência e obter

as informações necessárias para realizar o treinamento. O Listing 2 do Apêndice I.2 mostra como foi

implementada em Python a rota para o treinamento de um projeto.

4.1.2.3 /inference

Após a realização do treinamento, é possível fazer a inferência de um projeto em uma versão especí-

�ca do treino, informando na rota os camposproject_id , version (versão do treinamento) estate

(caso deseje especi�car um nó inicial). Caso o campostate não seja informado, a inferência será reali-

zada em todos os nós. Além disso, é necessário enviar o campofire_nodes , caso existam nós de fogo,

e o campocongestion_nodes , caso existam nós de congestionamento.

Com esses dados, é enviado uma requisição para o servidor gRPC, que retorna os caminhos para a

con�guração do ambiente criada. O Listing 3 do Apêndice I.2 mostra como foi implementada em Python

a rota para a inferência de um projeto.

4.1.2.4 /projects e /train_ids/project_id

Essas duas rotas são rotas auxiliares de leitura, criadas apenas para retornar aofront-ende usuários in-

formações armazenadas na camada de persistência. A rota/projects retorna todos os projetos anterior-

mente criados, e a rota/train_ids/project_id retorna todos os IDs (train_ids ) de treinamento

que já foram realizados para cada projeto.

O Listing 4 do Apêndice I.2 mostra como foi implementada em Python a rota para a listagem de um

projeto, enquanto o Listing 5 do Apêndice I.2 mostra como foi implementada em Python a rota para a

listagem de IDs de treinamento de um projeto.

4.1.3 Camada de Persistência

A camada de persistência é composta por dois componentes principais: um banco de dados não relaci-

onal MongoDB [63] e um sistema de armazenamento de objetos MinIO [64].

O MongoDB é um banco de dados orientado a documentos, baseado no modelo NoSQL, que armazena

os dados em formato JSON (ou BSON internamente). Ele é especialmente indicado para aplicações que

exigem �exibilidade na estrutura dos dados, alto desempenho e escalabilidade horizontal. Neste sistema,

são armazenadas as informações relacionadas aos projetos.

Os dados persistidos no banco de dados incluem:

• project_id: identi�cador único do projeto;
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• project_name: nome do projeto informado pelo usuário;

• image_s3_uri: caminho no MinIO para a imagem da planta baixa com o grafo desenhado;

• graph_s3_uri: caminho no MinIO para o arquivo JSON contendo as informações do grafo, como

nós, arestas e distâncias;

• create_time: data de criação do projeto;

• experiment_s3_uri: caminho para os pesos treinados do último experimento do projeto (caso exista);

• update_time: data da última atualização do projeto.

A Figura 4.9 ilustra a estrutura dos documentos conforme visualizada no MongoDB Compass, uma

ferramenta grá�ca o�cial fornecida pela MongoDB Inc. [63] que permite a visualização, consulta e mani-

pulação de dados armazenados no banco.
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Figura 4.9: Documentos no MongoDB Compass.

O MinIO é um sistema de armazenamento de objetos compatível com a API do Amazon S3, projetado

para armazenar grandes volumes de dados não estruturados, como arquivos e modelos. Ele é leve, de

alto desempenho e amplamente utilizado em aplicações que demandam escalabilidade e integração com

40



sistemas distribuídos.

Neste trabalho, o bucket do MinIO foi organizado em três diretórios principais:graph, experimentse

images, com funções distintas:

• graph: armazena arquivos JSON que contêm as informações do grafo, como nós, arestas, distâncias

entre os nós e metadados relevantes para o treinamento e construção do ambiente. Cada arquivo

recebe como nome oproject_id.

• experiments: armazena os resultados dos treinamentos, incluindo o peso do modelo treinado (for-

mato.pth ), os logs do processo (formato.pkl ) e a con�guração utilizada no treinamento (formato

.json ). A estrutura de diretórios segue o padrão/project_id/train_id .

• images: guarda as imagens dos projetos no formato SVG, com o grafo desenhado sobre a planta

baixa. O nome de cada imagem SVG corresponde aoproject_id.

Essa organização facilita o acesso e o versionamento, mantendo os arquivos de cada projeto agrupados

de forma lógica e e�ciente dentro do ambiente de armazenamento. Essa estrutura pode ser visualizada na

Figura 4.10.

Figura 4.10: Estrutura de arquivos noobject storage.

Para todos os experimentos que serão apresentados, tanto o MongoDB quanto o MinIO foram executa-

dos como containers Docker, utilizando suas imagens o�ciais. Dessa forma, não há qualquer dado público

disponível, uma vez que todos os dados utilizados foram gerados localmente no ambiente de testes.

4.1.4 Camada de Inteligência

A camada de inteligência é responsável pelo treinamento do agente de Aprendizado por Reforço. Os

detalhes de sua implementação serão apresentados na próxima Seção. Para facilitar a comunicação entre
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essa camada e a API, optou-se pelo uso do gRPC [65], um framework de chamada de procedimento remoto

(RPC) de alto desempenho. Sendo assim, um servidor gRPC pode ser executado em uma máquina com

maior capacidade computacional e receber requisições de treinamento e inferência a partir de seu cliente,

o qual é a API REST apresentada anteriormente.

O Listagem 6 do Apêndice I.3 apresenta a de�nição do serviço gRPC utilizado para comunicação

entre a API REST e a camada de inteligência. O serviço `ReinforcementLearning` possui três métodos

principais: `TrainModel`, `Inference` e `GetRewardPath`, responsáveis, respectivamente, por iniciar o trei-

namento, realizar a inferência e calcular a recompensa de um caminho proposto.

4.2 MODELAGEM DO AMBIENTE DE APRENDIZAGEM

A geração de um grafo a partir de uma planta baixa é um desa�o complexo. Neste trabalho, utilizamos

o mesmo processo desenvolvido em [1], que implementou uma interface web permitindo ao usuário enviar

imagens nos formatos PNG, JPEG ou JPG e, a partir delas, desenhar um grafo sobre a imagem da planta

baixa. Recomenda-se a leitura do trabalho [1] para uma compreensão mais aprofundada do processo.

No entanto, iterar diretamente sobre um grafo pode ser desa�ador devido à forma como suas estru-

turas de dados são organizadas, o que di�culta o acesso sequencial e a modi�cação de seus elementos.

Para contornar essa limitação, optou-se por utilizar a matriz de adjacência do grafo como ambiente. Essa

abordagem permite uma iteração mais simples e e�ciente, além de possibilitar a atribuição de recompensas

(rewards) a cada interação do agente. Com base na matriz de adjacência do grafo, é possível identi�car

se o agente se moveu para um estado conectado ao seu atual (adjacente), o que facilita a de�nição de

recompensas adequadas.

Adicionalmente, essa matriz armazena informações sobre as distâncias entre os nós empixels, con-

forme de�nido anteriormente na Equação 4.1, permitindo que o agente seja treinado não apenas para evitar

estados indesejados, mas também para sempre buscar o menor caminho, em conjunto com outros critérios

de otimização de�nidos.

A teoria de grafos, que fundamenta essas abordagens, pode ser encontrada na Seção 2.6.

Dentro do ambiente, são criados agentes virtuais que não possuem inteligência própria e se movimen-

tam de acordo com critérios pré-estabelecidos. Esses agentes simulam gargalos, contribuindo para que o

agente de treinamento aprenda a evitar nós congestionados e, quando possível, opte por caminhos alterna-

tivos até a saída.

A cada episódio de treinamento, há uma probabilidade de que agentes virtuais de congestionamento

sejam inseridos no ambiente. Quando essa inserção ocorre, os agentes são posicionados em nós localizados

entre o estado atual do agente de treinamento e os nós de saída, garantindo que o agente, ao longo do

treinamento, seja exposto a diversas combinações de movimentação possíveis ao tomar suas decisões.

Dessa forma, o agente aprende a entender, com base nas con�gurações do ambiente, qual o caminho até a

saída é mais vantajoso, evitando trajetórias que possam levar a situações de congestionamento.

Os congestionamentos considerados neste trabalho são �xos em cada episódio e não apresentam vari-
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ações ou movimentações adicionais, sendo tratados como obstáculos estáticos.

Além dos agentes virtuais, os nós atingidos pelo fogo são inseridos como obstáculos adicionais. Di-

ferentemente do trabalho [1], em que o agente precisava ser retreinado sempre que um nó em chamas é

alterado, recebendo apenas uma recompensa altamente negativa como forma de penalização, neste estudo,

os nós afetados pelo fogo são simulados ao longo de todo o treinamento com uma determinada probabili-

dade.

Esses nós de fogo são explicitamente informados na entrada da rede neural, o que permite que o agente

aprenda a evitá-los não apenas por meio da penalização, mas também pela representação do estado. Dessa

forma, a rede neural é capaz de identi�car e desconsiderar trajetórias que envolvem nós em chamas, mesmo

alterando o ambiente, sem a necessidade de retreinamento.

Neste trabalho, os nós de fogo são representados como uma lista, embora durante o treinamento apenas

um nó seja selecionado por vez. No entanto, essa estrutura foi projetada para possibilitar, em trabalhos

futuros, a consideração de múltiplos pontos de chamas simultâneos em um mesmo episódio dentro do

ambiente.

As con�gurações do ambiente incluem: o grafo que representa a planta baixa, a lista de nós de saída, o

número máximo de agentes virtuais e a de�nição dos hiperparâmetros de treinamento.

4.2.0.1 Parâmetros e Hiperparâmetros

Diversos parâmetros e hiperparâmetros são utilizados no treinamento do agente, sendo todos passíveis

de con�guração a cada novo treinamento.

Os parâmetros são variáveis que de�nem o ambiente e a con�guração geral do experimento, mas não

afetam diretamente o processo de aprendizado da política. São eles:

• Grafo: Estrutura formada por nós e arestas que representa a planta baixa do ambiente. (Obrigatório)

• Nós de saída: Conjunto de nós do grafo que representam as saídas do ambiente. (Obrigatório)

• Número de agentes virtuais: Quantidade máxima de agentes virtuais utilizados para simular conges-

tionamento. Caso não se deseje simular congestionamento, o valor padrão é 0. (Opcional)

Os hiperparâmetros são variáveis de�nidas antes do treinamento que controlam o comportamento do

algoritmo de aprendizado e in�uenciam diretamente o desempenho do modelo. São eles:

• Learning Rate (lr): Taxa de aprendizado da rede neural. De�ne o quanto os pesos são ajustados em

cada atualização. (Padrão: 1e-2)

• Batch Size: Tamanho do lote de experiências amostradas da memória para atualização da rede.

(Padrão: 240)

• Iterações: Número total de iterações que o agente realizará dentro do ambiente. (Padrão: 6000)

• Gamma (
 ): Fator de desconto que controla a importância das recompensas futuras. (Padrão: 0.9)

43



• Epsilon (� ): Probabilidade de o agente explorar novas ações ao invés de explorar o conhecimento

atual. (Padrão: 0.7)

• Recompensa Saída: Valor de recompensa a ser recebido quando o agente chega em uma saída, esse

valor sempre será positivo. (Padrão: 10.000)

• Recompensa Fogo: Valor de recompensa a ser recebido quando o agente passa em um nó atingido

por fogo, esse valor sempre será negativo. (Padrão: -10.000)

• Recompensa Inválido: Valor de recompensa a ser recebido quando o agente escolhe um nó que não

é adjacente ao estado atual, esse valor sempre será negativo. (Padrão: -5.000)

• Recompensa Válido: Valor de recompensa a ser recebido quando o agente escolhe um nó adjacente

ao seu estado atual, esse valor sempre será negativo. (Padrão: -1)

• Recompensa Congestionamento: Valor de recompensa a ser recebido quando o agente em um nó

atingido por congestionamento, esse valor sempre será negativo. (Padrão: -300)

As recompensas foram de�nidas como hiperparâmetros. No entanto, recomenda-se que apenas uma

situação resulte em recompensa positiva: quando o agente escolhe como próximo estado um nó de saída.

Os demais casos, o agente deve ser penalizado. O objetivo é reforçar de forma clara o propósito �nal do

experimento. Ainda assim, outras combinações de recompensas podem ser testadas para �ns de avaliação

e comparação.

4.2.1 De�nição dos estados e ações

No início de cada episódio de treinamento, o agente recebe um estado inicial, que pode ser um nó

previamente de�nido ou um nó selecionado aleatoriamente. Além disso, é de�nido se haverá inserção de

agentes virtuais de congestionamento ou de algum nó em chamas durante o episódio.

Caso o estado inicial seja escolhido aleatoriamente, é mantida uma contagem de quantas vezes cada

nó foi utilizado como ponto de partida. Com base nessa contagem, os nós menos visitados são priorizados

de forma balanceada nas próximas escolhas aleatórias. Essa estratégia força o processo de exploração e

explotação a ocorrer de maneira mais equilibrada entre todos os nós do grafo.

Cada episódio é composto por diversas interações distintas com o ambiente e é �nalizado assim que o

agente alcança um nó de saída. Ao longo de todo o episódio, as con�gurações dos agentes virtuais e os nós

afetados pelo fogo permanecem inalterados. Apenas o estado do agente é atualizado a cada iteração, para

re�etir sua movimentação e as ações tomadas durante o treinamento.

A taxa de exploração (epsilon) é ajustada a cada iteração com o ambiente e determina a estratégia

utilizada para escolher a próxima ação do agente. Se um valor aleatóriop for menor queepsilon, a ação

será escolhida de forma aleatória (exploração), respeitando a restrição de vizinhança do nó atual, ou seja,

só poderá ser escolhido como próximo estado um nó adjacente ao estado atual. Caso contrário, a ação será

determinada pela rede neural (explotação). O Algoritmo 3 ilustra o processo de tomada de decisão baseado

na escolha entre exploração e explotação.
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Caso a estratégia de�nida for a de explotação, a rede neural recebe como entrada um vetor que repre-

senta o estado atual do agente e retorna, como saída, um vetor representando cada nó do grafo. A ação é

então escolhida com base no maior desses valores, utilizando a funçãoargmax, que seleciona o índice do

nó correspondente ao valor de ação mais alto indicado pela rede.

A entrada da rede neural representa o estado atual do agente, sendo um tensor que encapsula infor-

mações sobre o nó atual, os estados �nais, os nós atingidos pelo fogo e os congestionamentos, de�nidos

pela quantidade de agentes virtuais em cada nó do ambiente. O Algoritmo 3 mostra que a entrada da rede

neural é de�nida por meio da funçãostate_to_vector, que de�ne o estado atual do agente com base nas

características presentes no ambiente.

O estado atual é representado por um vetor cuja dimensão é 4 vezes o número total de nós no grafo,

pois ele é composto por quatro partes distintas: nó atual, nós de saída, nós atingidos pelo fogo e congesti-

onamento. As duas primeiras partes do vetor do estado atual indicam onde o agente está e onde ele deve

chegar, enquanto as duas últimas representam os obstáculos que podem interferir em seu caminho.

• Nó atual: A primeira parte do vetor indica a posição atual do agente no grafo. Essa representação

utiliza one-hot encoding, ou seja, apenas o valor que correspondente ao nó atual será 1, enquanto os

demais serão 0.

• Nós de saída: A segunda parte do vetor é �xa e identi�ca os nós de saída. Cada nó de saída recebe

o valor 1, enquanto os demais permanecem 0. Essa informação guia o agente para alcançar seu

objetivo �nal.

• Nós atingidos pelo fogo: A terceira parte do vetor indica os nós que estão em chamas. Se um nó for

afetado pelo fogo, ele recebe o valor 1, caso contrário, recebe 0.

• De�nição de Congestionametos: A última parte do vetor representa a densidade de agentes virtuais

em cada nó do grafo, que é considerada um gargalo quando o número de agentes em um nó ultra-

passa um valor limite (congestion_threshold) previamente estabelecido. A densidade de agentes é

normalizada para o intervalo [0,1], levando em consideração o número total de agentes presentes

no ambiente. Dessa forma, a normalização permite uma comparação uniforme da carga de cada nó,

com valores próximos de 1 indicando nós mais congestionados e valores próximos de 0 indicando

nós menos congestionados.

A entrada da rede neural será o vetor de�nido na Equação 4.2. Essa estrutura fornece ao agente in-

formações essenciais para a tomada de decisão, permitindo que ele identi�que sua posição e o melhor

caminho seguro até uma saída.

st = [ nó atual; nós de saída; nós em chamas; nós congestionados] (4.2)

Quando um agente executa uma ação, é necessário veri�car se essa ação leva a um nó adjacente, pois,

embora na exploração seja sempre escolhido um nó adjacente, isso nem sempre ocorre na explotação. Caso

o próximo estado corresponda a um nó adjacente, veri�ca-se se ele representa um nó em chamas, um nó

45



congestionado ou mesmo um nó de saída; caso contrário, o agente recebe uma penalização para entender

que aquele nó não é adjacente ao estado atual.

Com base nessa veri�cação, uma recompensa é atribuída ao agente, e o estado do agente é atualizado

para de�nição do próximo estado. A transição para o novo estadost+1 é determinada pela ação escolhida,

pois o agente só se moverá para um novo estado se a ação conduzir a um nó adjacente ao estado atual.

Caso contrário, o agente permanecerá no estado atualst até que uma ação válida, que o mova para um nó

adjacente, seja tomada. A transição de estados é demonstrada na Equação 4.3.

st+1 =

8
<

:
ação; se a ação levar o agente a um nó adjacente

st ; caso contrário, o agente permanece no estado atual
(4.3)

Algorithm 3 Exploração-Exploitation no Ambiente

Require: Entrada: iteration . Número total de iterações de treinamento
Require: Entrada: adj _mat . Matriz de adjacência do grafo
Require: Entrada: graph . Objeto representando o grafo
Require: Entrada: state_to_vector(state) . Função para converter um estado inteiro em vetor
Require: Entrada: net . Rede neural para aprendizado da política
Require: Entrada: state . Estado atual do agente
Ensure: Saída:action . Ação selecionada pelo agente

1: for i  0 to iteration � 1 do
2: �  exp

�
� i

i=2

�

3: p  random(0; 1)
4: if p � � then
5: vizinhos  lista de nósv conectados astate emadj _mat
6: action  random_choice(vizinhos )
7: else
8: vector_state  state_to_vector(integer(state))
9: tensor_state  Tensor(vector_state)

10: action  net:act(tensor_state) . Escolhendo ação com valor máximo
11: end if
12: end for
13: return action

4.2.2 Função de Recompensa

Sempre que um agente executa uma ação, seja por exploração ou explotação, é realizada uma avaliação

para determinar a recompensa correspondente. Uma variável fundamental da função de recompensa é a

recompensa imediata, denotada porr t , atribuída assim que o agente escolhe uma ação.

Neste trabalho, a recompensa imediata é calculada com base em diversos critérios, sendo eles:

• Se a ação escolhida leva a um nó adjacente ao estado atual e, se sim, a distância entre esses nós.

• Se a ação resulta em um nó bloqueado, seja por congestionamento ou por fogo.
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• Se a ação conduz o agente diretamente a um nó de saída.

A recompensa �nal é a soma das pontuações atribuídas a esses critérios. O cálculo segue as seguintes

regras:

1. Se a ação leva a um nó atingido por fogo, a recompensa é de�nida pela variávelreward_�re que por

padrão é 10.000.

2. Se o próximo nó não estiver em chamas, mas não for adjacente ao estado atual, a recompensa é

de�nida pela variávelreward_invalidque por padrão é� 5:000.

3. Se a ação leva a um nó adjacente, que não está em chamas e não é um nó de saída, a recompensa

de�nida pela variávelreward_validque por padrão é� 1 * a distância entre os dois nós.

4. Se a ação leva a um nó adjacente que é uma saída, a recompensa é de�nida pela variávelreward_exit

que por padrão é em10:000.

Além disso, há um ajuste baseado no congestionamento do nó de destino. Caso a quantidade de agentes

no nó ultrapasse o limite de congestionamento, um fator de penalização é aplicado. O congestionamento é

de�nido peloCongestion Ratio(CR), conforme a equação 4.4.

CR =
max(0; Ndest � Tcong)

max(1; N total )
(4.4)

onde:

• Ndest é o número de agentes no nó de destino.

• Tcong é o limite de congestionamento.

• N total é o número total de agentes no ambiente, garantindo que nunca haja divisão por zero.

A penalização �nal por congestionamento é calculada conforme a equação 4.5.

Rcong = � reward_congestion� CR (4.5)

ondeRcong representa a penalização de congestionamento. Essa penalização é somada à recompensa

anteriormente estabelecida para re�etir as recompensas em ambientes congestionados.

A escolha por recompensas parametrizadas, em vez de valores �xos, se dá pela possibilidade de ajustar

o comportamento do agente conforme os objetivos do experimento realizado. Por exemplo, é possível

penalizar mais fortemente o congestionamento ou o fogo e diminuir a penalização de movimentos válidos

(que levam a nós adjacentes).

Neste trabalho, cada movimentação válida, ou seja, quando o agente está em um estado atual e seu

próximo estado é adjacente, gera uma recompensa negativa proporcional à distância entre esses dois nós.
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Assim, em grafos maiores, onde os trajetos até a saída são mais longos, o agente acumula penalizações

mesmo ao seguir caminhos corretos.

O Algoritmo 4 apresenta o cálculo da recompensa imediata. Nele, a penalização por atravessar um

nó em chamas é de�nida pela variávelreward_�re; essa penalidade pode se tornar pequena e até mesmo

irrelevante diante da recompensa negativa acumulada ao longo do caminho em grafos maiores, fazendo

com que o agente considere atravessar o fogo como uma estratégia aceitável ou até mesmo não entenda o

objetivo do obstáculo. Para evitar esse comportamento,reward_�re deve ser ajustada proporcionalmente

ao tamanho do grafo.

Algorithm 4 Cálculo da Recompensa

Require: state: Estado atual do agente
Require: action: Ação tomada pelo agente
Require: graph: Grafo representando o ambiente
Require: exit _nodes: Conjunto de nós de saída
Require: f ire _nodes: Conjunto de nós em chamas
Require: congestion_threshold: Limite para considerar congestionamento
Require: agent_positions: Lista de posições dos agentes
Require: reward_exit : Recompensa de saída
Require: reward_f ire : Recompensa de fogo
Require: reward_invalid : Recompensa de movimento inválido
Require: reward_valid : Recompensa de movimento válido
Require: reward_congestion: Recompensa de congestionamento
Ensure: reward: Recompensa atribuída ao agente
Ensure: done: Indica se o episódio terminou
Ensure: connected: Indica se os nós são adjacentes

1: new_state  action
2: reward  0
3: done False
4: connected True senew_state for vizinho destate, senão False
5: if new_state 2 f ire _nodesthen
6: reward  reward_f ire
7: else ifconnected= Falsethen
8: reward  reward_invalid
9: else ifnew_state 2 exit _nodesthen

10: reward  reward_exit
11: done True
12: else
13: dist  reward_valid � distância entrestate enew_state
14: reward  � dist
15: end if
16: num_agents_new_node contagem de agentes emnew_state
17: total _agents  max(1; número total de agentes)
18: if num_agents_new_node � congestion_threshold then
19: CR  max(0 ;num _agents_new_node� congestion _threshold )

total _agents
20: reward  reward � (reward_congestion� CR)
21: end if
22: return reward; done; connected
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A função de recompensa utilizada neste trabalho irá considerar apenas a recompensa imediata demons-

trada. No entanto, ao calcular ostargetsda Q-Network, além da recompensa imediata, é considerada a

recompensa futura, levando em consideração a potencial evolução do estado do ambiente e as ações sub-

sequentes; isso será demonstrado na subseção 4.2.4. Isso permite que o agente aprenda não apenas com as

recompensas imediatas, mas também com as consequências de suas ações a longo prazo.

4.2.3 Arquitetura da Rede Neural ( Q-Network )

A rede neural construída neste trabalho é composta por seis camadas totalmente conectadas (fully

connected), com cinco camadas ocultas. Para promover maior estabilidade durante o treinamento, foram

inseridas camadas de normalização edropout. A normalização é aplicada em cada camada oculta para

reduzir a variância na distribuição dos dados de entrada, o que contribui para uma convergência mais

estável. Já odropoutfunciona como uma técnica de regularização, prevenindo oover�tting, que também

pode ocorrer em Aprendizado por Reforço, principalmente em ambientes simulados ou com pouca variação

de estados, nos quais a rede pode memorizar trajetórias especí�cas em vez de generalizar.

A inicialização dos pesos é realizada por meio do métodoKaiming Uniform, voltado para funções

de ativação do tipoLeaky ReLU, resultando em uma melhor propagação dos gradientes e aceleração do

processo de aprendizado. A Tabela 4.1 apresenta a arquitetura detalhada da rede neural adotada.

A entrada da rede neural é determinada pelo tamanho do estado de observação, que corresponde ao

número total de nós multiplicado por 4, conforme detalhado na Subseção 4.2.1. Essa estrutura de entrada

é composta por 4 partes distintas: a primeira representa o nó atual, a segunda representa os nós de saída, a

terceira representa os nós atingidos por fogo e a quarta representa os congestionamentos. A saída da rede

é composta pelo número de ações que o agente pode executar, que, neste caso, é igual à quantidade de nós

presentes no ambiente.

Tabela 4.1: Arquitetura da Rede Neural proposta.

Camada Tamanho da Entrada Tamanho da Saída
Entrada obs_size 512

Fully Connected (FC1) 512 512
Layer Normalization 512 512

Dropout (p=0.2) 512 512
Fully Connected (FC2) 512 256
Layer Normalization 256 256

Dropout (p=0.2) 256 256
Fully Connected (FC3) 256 128
Layer Normalization 128 128

Dropout (p=0.2) 128 128
Fully Connected (FC4) 128 64
Layer Normalization 64 64

Dropout (p=0.1) 64 64
Fully Connected (FC5) 64 32

Fully Connected (FC6 - Saída) 32 n_actions

No trabalho [1], foi utilizada a função de ativação ReLU, enquanto neste estudo, optou-se pela função
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de ativação Leaky ReLU. A principal diferença entre elas é que a ReLU só permite a ativação para entradas

positivas, enquanto a Leaky ReLU permite uma ativação para entradas negativas, mas com um pequeno

valor negativo, conhecido como "negative slope". Neste estudo, o valor do "negative slope"foi escolhido

como 0,01.

A função de ação (act) da rede neural é responsável por determinar qual nó o agente deve escolher

como próximo estado, com base no estado de observação de entrada recebido. Como a saída da rede possui

dimensão igual à quantidade de nós do grafo, cada valor de saída representa a probabilidade associada à

escolha de um determinado nó. Então, a função de ação seleciona o nó com o maior valor dentre as saídas

da rede, utilizando a operaçãoargmax, o que indica a decisão mais favorável segundo a política aprendida

pelo agente.

O código completo da rede neural pode ser visualizado no Listing 7 do Apêndice I.3, que demonstra

toda a implementação, desde a de�nição das camadas totalmente conectadas até a função de ação que

utiliza oargmaxpara selecionar a ação com maior valor.

4.2.4 Atualização da Q-Network e Q-Network Alvo

A rede neuralQ-Networké construída conforme descrito na Subseção 4.2.3, sendo responsável por

aproximar a função de valor de ação durante o treinamento do agente, enquanto a rede neuralQ-Network

Alvo é inicialmente criada como uma cópia daQ-Network.

A Q-Networké atualizada a cada iteração do agente com o ambiente, buscando melhorar a estimativa

da função de valor. Já aQ-NetworkAlvo é uma cópia congelada daQ-Network, para melhorar a estabi-

lidade no processo de aprendizado, importante para o cálculo dostargetsnas atualizações. A rede alvo

é atualizada periodicamente, com base naQ-Network, de modo a garantir que ostargetsutilizados nas

atualizações da rede principal não variem excessivamente, promovendo um treinamento mais estável.

A memória de experiência (replay buffer) é uma estrutura de armazenamento que guarda as transições

e experiências do agente com o ambiente ao longo de todo o treinamento. Com um tamanho �xo pré-

de�nido, sua principal função é armazenar um conjunto de experiências utilizadas para a atualização das

redes neuraisQ-Networke Q-NetworkAlvo. Essa memória permite que o agente aprenda de maneira

mais e�ciente, utilizando experiências passadas para melhorar suas estimativas de valor e promover um

aprendizado mais estável.

A memória de experiência é uma estrutura de armazenamento composta por tuplas que armazenam as

transições realizadas pelo agente. Cada tupla contém o vetor de estado atual do agente, a ação tomada, a

recompensa recebida, o indicador de término da época (done), e o vetor de estado resultante no próximo

estado, conforme de�nido na equação 4.6. Os vetores de estado (st ) são de�nidos conforme a equação 4.2,

apresentada na Subseção 4.2.1.

transition = ( st ; action; reward; done; st+1 ) (4.6)

Para a atualização das redes neurais, sempre é utilizada uma amostra de tamanho máximo igual ao

valor prede�nido debatch_size, que determina a quantidade de transições a serem processadas por vez.
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Caso o número de transições armazenadas na memória de experiência seja menor quebatch_size, todas

as transições disponíveis serão utilizadas. Caso contrário, uma seleção aleatória de transições será feita,

mantendo o tamanho de�nido pelobatch_size.

Os targetsrepresentam os valores-alvo utilizados para atualizar aQ-Network, servindo como uma

estimativa do retorno esperado para cada ação. Esses valores-alvo consideram tanto a recompensa imediata

previamente calculada quanto uma expectativa da recompensa futura utilizando as transições de estado,

ajustada pelo fator de desconto
 (gamma). O cálculo desses valores é realizado a partir daQ-Network

Alvo, que faz uma estimativa dos valores de Q para os próximos estados. Essestargetssão utilizados no

cálculo da função de perda (loss) durante o treinamento, conforme descrito anteriormente na equação 2.12.

Por outro lado, os valores de ação Q (action Q-values) representam a estimativa da qualidade de cada

ação em um determinado estado. Eles são calculados diretamente pelaQ-Network. Esses valores são

utilizados para a atualização da rede, pois são comparados com ostargetsdurante o cálculo da função de

perda (loss).

Tanto ostargetsquanto os valores de ação Q são calculados a partir das transições selecionadas da

memória de experiência, que contém o histórico das iterações do agente com o ambiente.

O loss, portanto, é calculado utilizando a função de erro quadrático médio (Mean Squared Error - MSE

Loss), que é uma métrica comum para quanti�car a diferença entre os valores previstos e os valores reais.

Neste contexto, os valores previstos são os valores de ação Q, calculados pelaQ-Network, e os valores

reais são ostargets, que representam a estimativa do retorno esperado para cada ação, considerando a

recompensa imediata e a projeção da recompensa futura descontada. OMSE Lossé calculado pela média

dos quadrados das diferenças entre os valores de ação Q e ostargets, conforme a equação 4.7.

Loss=
1
N

NX

i =1

(Q(si ; ai ) � Targeti )
2 (4.7)

Por �m, a Q-Networkalvo é atualizada periodicamente, com base em uma frequência de atualização

previamente de�nida. A cada interação com o ambiente, veri�ca-se se o número da iteração atual é múltiplo

da frequência estabelecida, por meio da operação de módulo. Caso o restante da divisão seja igual a zero,

os parâmetros daQ-Networkalvo são atualizados para re�etir o estado atual daQ-Networkprincipal. Essa

estratégia de atualização periódica contribui para a estabilidade do treinamento, evitando oscilações bruscas

nas estimativas de valor ao longo do processo de aprendizado.

O Algoritmo 5 demonstra todos os passos realizados para as atualizações das redes durante o treina-

mento.
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Algorithm 5 Atualização daQ-NetworkeQ-NetworkAlvo

Require: states_tensor: Estados atuais do agente
Require: actions_tensor: Ações tomadas pelo agente
Require: rewards_tensor: Recompensas recebidas
Require: dones_tensor: Indicadores de término de episódio
Require: new_states_tensor: Novos estados resultantes das ações
Require: batch_size: Tamanho do lote de amostras
Require: 
 : Fator de desconto
Require: target: Q-NetworkAlvo
Require: net: Q-Network
Ensure: loss: Perda calculada para atualização das redes

1: Passo 1:Calcule os valores de ação Q para os estados atuais usando aQ-Network
2: Qcurrent  net(states_tensor)
3: Passo 2:Calcule os valores de ação Q daQ-NetworkAlvo para os novos estados
4: Qtarget  target(new_states_tensor)
5: Passo 3:Para cada transição, calcule otargetusando a recompensa e o valor futuro projetado
6: target i  rewards_tensor i + 
 � max(Qtarget;i )
7: Passo 4:Calcule a perda (loss) como a diferença quadrática média entre os valores de ação Q e os

targets
8: loss  1

batch_size

P batch_size
i =1 (Qcurrent;i (si ; ai ) � target i )

2

9: Passo 5:Realize a atualização daQ-Networkprincipal utilizando a otimização dolosscalculado
10: optimizer.step()
11: if episodemod update_frequency = 0 then
12: Atualize aQ-NetworkAlvo:
13: target  net
14: end if

return loss

4.2.5 Obstáculos

Dois obstáculos foram considerados neste trabalho: nós atingidos por fogo e congestionamento. No

trabalho [1], os nós em chamas não eram representados explicitamente no estado do agente, ou seja, a

entrada da rede neural não continha nenhuma indicação da presença desse tipo de obstáculo. Como con-

sequência, o agente aprendia a evitar esses nós apenas com base na alta penalização recebida ao acessar

esses estados. Com isso, existia a necessidade de retreinamento sempre que novos nós fossem atingidos

por fogo.

Neste trabalho, os nós em chamas são informados diretamente no estado do agente, como descrito na

subseção 4.2.2. O objetivo dessa abordagem é permitir que o agente aprenda, desde o início, a lidar com

diferentes combinações e con�gurações de obstáculos, evitando a necessidade de retreinamento a cada

alteração no ambiente.

No início de cada época, é de�nido se haverá ou não nós em chamas e/ou nós em congestionamento. É

importante observar que diversos grafos possuem nós críticos, ou seja, nós que, se forem escolhidos como

fogo, bloqueiam completamente o nó inicial, impedindo qualquer rota segura de evacuação. Portanto,

nesse trabalho foi de�nido que um nó crítico não pode ser selecionado como nó em chamas; esses nós são

identi�cados no início do treinamento e excluídos da lista de possíveis nós de fogo, embora ainda possam
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ser considerados como nós de congestionamento.

Para a con�guração do ambiente de aprendizado, são considerados quatro possíveis cenários para cada

episódio:

• Cenário 0: Nenhum obstáculo é inserido (sem fogo e sem congestionamento).

• Cenário 1: Apenas nós em chamas são inseridos.

• Cenário 2: Apenas nós em congestionamento são inseridos.

• Cenário 3: São inseridos tanto nós em chamas quanto nós em congestionamento.

O Algoritmo 6 apresenta como é realizada a seleção dos obstáculos no ambiente, incluindo nós de fogo

e de congestionamento. A cada início de um episódio, um desses cenários é selecionado aleatoriamente. A

partir da escolha do cenário, os nós de fogo e de congestionamento são sorteados aleatoriamente quando

necessário.

Para garantir que o agente aprenda primeiramente o caminho ideal até a saída, o treinamento é iniciado

forçando pelo menos duas execuções com o Cenário 0 para cada nó inicial, antes de permitir a exploração

de ambientes com obstáculos.

Além disso, para promover uma exploração justa dos diferentes cenários existentes dentro do ambiente,

é mantido um registro da frequência com que cada nó foi escolhido como fogo ou congestionamento, a

partir de um nó inicial. Portanto, quando é feita a seleção dos obstáculos, é priorizado os nós que foram

menos utilizados em épocas anteriores, garantindo uma distribuição mais equilibrada e uma cobertura mais

completa das combinações de obstáculos ao longo do treinamento.

Além do cálculo dos nós críticos, são também pré-calculados os 5 menores caminhos possíveis de cada

nó até todas as saídas disponíveis no ambiente. Essas informações são armazenadas em um dicionário

chamadoall_pathsque associa cada nó do grafo a uma lista de caminhos viáveis, representados como

sequências de nós.

No Algoritmo 6, a variávelall_pathsarmazena todos os caminhos pré-calculados a partir do nó de

origem (state). Um desses caminhos é selecionado aleatoriamente para a de�nição do obstáculo de fogo,

enquanto outro caminho distinto, se disponível, é utilizado para a de�nição de obstáculos de congestiona-

mento. Essa estratégia procura simular obstáculos em diferentes caminhos prováveis que o agente poderia

utilizar para evacuação, permitindo a geração de cenários variados e distintos. Além disso, ao restringir a

seleção dos obstáculos aos nós dos caminhos possíveis entre o nó inicial do agente e as saídas, evita-se a

seleção desnecessária de obstáculos em nós que não fazem parte dos caminhos ideais do agente.
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Algorithm 6 Geração de cenário a partir de um nó inicial

Require: state . Nó inicial
Ensure: Dicionário compath , fire_nodes econgestion_nodes

1: if state =2 all_pathsor all_paths[state] = ; then
2: return vazio
3: end if
4: Escolher aleatoriamente umpath emall_paths [state]
5: Inicializar listas vazias:fire_nodes econgestion_nodes
6: Incrementar contador de visitas parastate
7: De�nir scenario_type:
8: if visitas� 2 then
9: scenario_type  0

10: else
11: Escolher aleatoriamente entref 0; 1; 2; 3g
12: end if
13: De�nir número de agentes virtuais entre0 emax_virtual _agents
14: Escolherfire_path econgestion_path (diferentes, se possível)
15: if scenario_type inclui fogo then
16: Escolher nó intermediário emfire_path (excluindo saídas e críticos)
17: Adicionar nó à listafire_nodes e atualizar contador
18: end if
19: if scenario_type inclui congestionamentothen
20: Escolher nó intermediário emcongestion_path (excluindo saídas e fogo)
21: Ajustar número mínimo de agentes virtuais
22: Adicionar múltiplos nós à listacongestion_nodes e atualizar contador
23: end if
24: Atualizar posições de agentes e nós de fogo
25: return resultado
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5 RESULTADOS

Este capítulo apresenta os resultados obtidos em dois experimentos: o primeiro realizado em um am-

biente menor, com apenas um piso, e o segundo em um ambiente maior, com dois pisos. Os resultados

evidenciam uma evolução em relação ao trabalho de [1], destacando a capacidade do modelo proposto de

operar em ambientes mais complexos.

5.1 AMBIENTE COMPUTACIONAL

Todos os experimentos descritos neste trabalho foram realizados em uma máquina com processador

AMD Ryzen 5 3500U, placa de vídeo integradaNVIDIA GeForce MX250, 8 GB de memória RAM DDR4

com frequência de 2400 MHz.

Vale destacar que os tempos de treinamento e inferência estão diretamente relacionados às limitações

do hardware utilizado.

5.2 EXPERIMENTO 1

No primeiro experimento, foi utilizada a planta baixa do primeiro piso do laboratório SG11 da Uni-

versidade de Brasília. A planta baixa e o grafo correspondente a essa planta podem ser visualizados na

Figura 5.1. Vale ressaltar que, neste edifício, existem apenas duas saídas de emergência, o que indica que

o dimensionamento do edifício não atende de forma ideal às exigências de segurança. A Figura 5.2 é a

representação apenas do grafo desse ambiente.

Conforme as de�nições apresentadas na Subseção 2.6.2, o grafo em questão possui ordem 64, tamanho

80 e densidade aproximada de 0,0397, caracterizando um grafo esparso. Na Figura 5.2, os nós destaca-

dos em verde representam as saídas de emergência, enquanto os nós em azul correspondem a ambientes

internos que não são pontos de saída. Especi�camente, os nós 0 e 1 foram de�nidos como os pontos de

saída deste grafo. É importante destacar que os nós representam não apenas os cômodos fechados, mas

também os corredores, pois estes integram os caminhos das rotas de fuga. Além disso, janelas não foram

consideradas como saídas de emergência nesta modelagem.

5.2.1 Con�gurações do Experimento

Os hiperparâmetros adotados no experimento 1 estão apresentados na Tabela 5.1.
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Figura 5.1: Grafo e planta baixa do laboratório SG11 da Universidade de Brasília (UnB). O arquivo original, em alta
resolução, está disponível em [3].

56



Figura 5.2: Grafo correspondente à planta baixa do laboratório SG11 da Universidade de Brasília (UnB).
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Tabela 5.1: Hiperparâmetros utilizados no Experimento 1.

Hiperparâmetro Valor
Beta 1

Learning Rate 1e-2
Batch Size 240
Buffer Size 4000
Iterações 56000
Gamma 0.9
Epsilon 0.7

Número de agentes virtuais 20
Threshold de congestionamento 5

Recompensa de saída 10000
Recompensa de fogo -10000

Recompensa de movimento inválido-5000
Recompensa de movimento válido-1 * distância
Recompensa de congestionamento-3000 * taxa de congestionamento

As métricas de avaliação utilizadas no treinamento foram: a função de perda, a recompensa média, o

desvio padrão da recompensa, a proporção entre exploração e explotação, a quantidade de passos percorri-

dos em cada episódio e a perda MSE.

O treinamento foi realizado permitindo a seleção aleatória do nó inicial do agente a cada término de

trajeto bem-sucedido, bem como a escolha aleatória dos nós em chamas e dos nós com congestionamento.

5.2.2 treinamento

O treinamento do agente, considerando cenários com ocorrência de nós em chamas e/ou congestio-

namentos, teve duração total de 54 minutos. Nesse período, foram executadas aproximadamente 80.000

iterações, distribuídas em 10.305 episódios no ambiente simulado.

Os resultados da relação entre exploração e explotação estão apresentados na Figura 5.3. Observa-se

que, ao longo das iterações com o ambiente, a taxa de exploração diminui progressivamente, enquanto a

de explotação aumenta. Esse comportamento é resultado da estratégia adotada para controlar a exploração,

conforme descrito na Subseção 2.3.1 e implementada no Algoritmo 3, apresentado na Subseção 4.2.1.

Os resultados referentes à quantidade de passos (iterações) necessários para que o agente conclua um

episódio estão apresentados na Figura 5.4. Observa-se que, ao longo do treinamento, o agente aprende

progressivamente os melhores caminhos para cada nó inicial, exigindo um número menor de passos para

alcançar a saída.

Os resultados referentes à média das recompensas recebidas a cada iteração com o ambiente estão

apresentados na Figura 5.5, enquanto a variância das recompensas é exibida na Figura 5.6. Observa-se

que, com o passar do tempo, o agente aprende a maximizar suas recompensas, ao mesmo tempo em que

reduz a variabilidade dos valores recebidos.

Por �m, o resultado da perda (loss) MSE está apresentado na Figura 5.7. Esse resultado é bastante
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Figura 5.3: Experimento 1 - Relação entre as taxas de exploração e explotação ao longo do treinamento.

signi�cativo, pois mostra que a função de perda escolhida (erro quadrático médio (MSE)), descrita na

Subseção 4.2.4 na Equação 4.7, diminui a cada iteração do agente com o ambiente, indicando que o agente

está de fato aprendendo seu objetivo �nal.

5.2.3 Visualização das Rotas Aprendidas

Nesta seção, são apresentados exemplos de trajetórias aprendidas pelo agente após o processo de trei-

namento, demonstrando sua capacidade de adaptação a diferentes con�gurações do ambiente. Serão de-

monstrados cenários em que o agente precisa encontrar o melhor caminho até a saída, sem conhecimento

prévio da posição dos obstáculos. Também serão abordados casos especí�cos, como a presença de con-

gestionamentos, a ocorrência de um nó atingido por fogo, e, por �m, um ambiente mais complexo que

combina simultaneamente congestionamento e um nó em chamas.

5.2.3.1 Cenário 1 - Rotas sem Obstáculos

Este cenário representa a con�guração mais simples para o processo de aprendizado, sendo o trajeto

ideal entre a posição inicial do agente e a saída do edifício. Nele, não há a presença de congestionamentos

ou outros obstáculos, permitindo que o agente tenha total liberdade para escolher sua rota de evacuação.

Assim, o único critério de decisão adotado pelo agente é a busca pelo caminho mais curto, levando-o a

selecionar a saída mais próxima com a menor distância percorrida.

Todas as rotas calculadas para cada nó do grafo individualmente podem ser consultadas na Tabela 1 do
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Figura 5.4: Experimento 1 - Resultados referente a quantidade de passos necessários para concluir um episódio.

Apêndice I.1. Observa-se que o agente foi capaz de aprender o caminho até a saída a partir de todos os nós

do ambiente. Isso demonstra que uma das principais etapas do objetivo foi atingida: entender quais são os

nós de saída e identi�car que eles representam o objetivo �nal a ser alcançado.

Para ilustrar esse comportamento, foram considerados cinco nós distintos, localizados em diferentes

regiões do grafo: os nós 4, 17, 35, 46, 58 e 62. A Tabela 5.2 apresenta os nós iniciais e os respectivos

caminhos percorridos pelo agente até alcançar um dos nós de saída.

Tabela 5.2: Experimento 1 - Caminhos percorridos pelo agente em um ambiente sem obstáculos, com as respectivas
recompensas (Subseção 4.2.2) e distâncias aproximadas (Subseção 4.1.2.1).

Nó Inicial Caminho Percorrido Recompensa
Aproximada
(r � 103)

Distância Aproxi-
mada (d � 103)

4 4 ! 10! 11! 3 ! 2 !
0

9912 124

17 17 ! 18 ! 14 ! 19 !
25 ! 0

9863 190

35 35 ! 32 ! 25 ! 0 9909 144
46 46 ! 45 ! 50 ! 49 !

47 ! 1
9877 156

58 58 ! 55 ! 50 ! 49 !
47 ! 1

9844 188

62 62 ! 55 ! 50 ! 49 !
47 ! 1

9856 176
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Figura 5.5: Experimento 1 - Resultados referente a média das recompensas.

A Figura 5.8 demonstra que o agente foi capaz de identi�car caminhos e�cientes em termos de dis-

tância e recompensa acumulada, priorizando o caminho mais curto até um nó de saída. Esses resultados

mostram que, mesmo com a variação nas posições iniciais, o agente identi�cou caminhos que minimiza-

vam a distância total percorrida, entendendo o objetivo principal do treinamento em um cenário onde não

existem obstáculos.

Além disso, nota-se que a recompensa acumulada tende a ser maior quando a distância até a saída é

menor, reforçando a correlação entre o critério de recompensa adotado e a e�ciência da trajetória. Essa re-

lação indica que o agente aprendeu a associar trajetos mais curtos a um melhor desempenho, reconhecendo

a distância como um fator relevante a ser considerado.
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Figura 5.6: Experimento 1 - Resultados referente a variância das recompensa.

Figura 5.8: Experimento 1 - Resultado do agente em um ambiente sem obstáculos.

5.2.3.2 Cenário 2 - Rotas com congestionamento

Como o agente foi treinado considerando os cenários com presença de fogo, congestionamento e a

combinação de ambos, é possível simular um ambiente contendo apenas congestionamento. A análise

desse cenário é relevante para a pesquisa, pois ajuda a entender de forma clara como o agente responde
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Figura 5.7: Experimento 1 - Resultados referente a perda das recompensas.

especi�camente a esse tipo de obstáculo, sem a interferência de outros fatores, como o fogo.

Nesse cenário foram escolhidos dois nós para simulação de congestionamento no ambiente, sendo

eles os nós 3 e 47, ambos com 6 agentes virtuais representando as áreas de congestionamento. Esses nós

tiveram papel importante no cenário anterior (Subseção 5.2.3.1), sendo utilizados como parte das rotas de

fuga mais curtas.

Com a adição desses congestionamentos, o objetivo desta etapa é avaliar a capacidade de adaptação do

agente com mudanças nas condições do ambiente, avaliando se ele consegue evitar os nós congestionados

e, ao mesmo tempo, encontrar caminhos e�cientes e seguras até a saída.

É importante destacar que os cenários com congestionamento em diferentes nós foram simulados se-

paradamente, mas serão apresentados em conjunto para facilitar a otimização e a análise comparativa dos

resultados.

Para essa comparação, foram feitas duas simulações distintas:

• Primeira análise – Caminhos anteriores forçados: Nesta simulação, embora o ambiente tenha sido

modi�cado com a introdução de nós congestionados, o agente foi obrigado a seguir os mesmos

caminhos utilizados no cenário anterior, sem obstáculos (Subseção 5.2.3.1). O objetivo é analisar

o impacto direto das penalizações na recompensa total ao manter as rotas previamente aprendidas,

sem adaptação. Os resultados estão apresentados na Tabela 5.3.

• Segunda análise – Inferência livre com base no novo ambiente: Aqui, o agente teve liberdade para

decidir seus caminhos com base na nova con�guração do ambiente, levando em conta as penaliza-

ções associadas aos nós congestionados. O objetivo é avaliar se o modelo aprendeu a evitar rotas
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penalizadas, ajustando suas decisões de forma inteligente. Os trajetos inferidos pelo agente nessa

simulação estão apresentados na Tabela 5.4.

Tabela 5.3: Experimento 1 - Recompensas e distâncias ao forçar o agente a repetir os mesmos caminhos utilizados
no ambiente sem congestionamento, agora com congestionamento nos nós 3 e 47.

Nó Inicial Caminho Percorrido Nó congestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

4 4 ! 10 ! 11 ! 3 ! 2 ! 0 3 9412 124
17 17 ! 18 ! 14 ! 19 ! 25 !

0
3 9863 190

35 35 ! 32 ! 25 ! 0 3 9909 144
46 46 ! 45 ! 50 ! 49 ! 47 !

1
47 9377 156

58 58 ! 55 ! 50 ! 49 ! 47 !
1

47 9344 188

62 62 ! 55 ! 50 ! 49 ! 47 !
1

47 9356 176

Tabela 5.4: Experimento 1 - Recompensas e distâncias dos caminhos efetivamente escolhidos pelo agente ao enfren-
tar o ambiente com congestionamento nos nós 3 e 47.

Nó Inicial Caminho Percorrido Nó congestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

4 4 ! 10! 11! 14! 19! 25
! 0

3 9856 198

17 17 ! 18 ! 14 ! 19 ! 25 !
0

3 9863 190

35 35 ! 32 ! 25 ! 0 3 9909 144
46 46 ! 45 ! 50 ! 49 ! 48 !

1
47 9872 156

58 58 ! 55 ! 50 ! 49 ! 48 !
1

47 9840 188

62 62 ! 55 ! 50 ! 49 ! 48 !
1

47 9852 176

Ao comparar os resultados das duas tabelas, observa-se que, ao evitar os nós congestionados, o agente

percorreu distâncias um pouco maiores, ou até mesmo iguais, porém obteve recompensas acumuladas sig-

ni�cativamente superiores. Essa diferença de recompensa reforça que a política aprendida não se limita a

buscar o caminho mais curto em termos de distância, mas sim a rota com melhor custo-benefício, conside-

rando os fatores dinâmicos do ambiente.

Os nós 17 e 35 mantiveram seus caminhos inalterados, pois seus caminhos ideais (sem a presença

de obstáculos) já não envolviam nenhum dos nós congestionados. Dessa forma, esse cenário não possui

impacto sobre o agente quando ele inicia a partir desses nós.
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Portanto, considerando os cinco nós iniciais avaliados nesse cenário, a média das recompensas obtidas

quando o agente foi forçado a seguir os caminhos antigos (Tabela 5.3) foi de aproximadamente 9677

pontos. Por outro lado, quando o agente teve liberdade para escolher novas rotas (Tabela 5.4), a média de

recompensa foi de cerca de 9864 pontos, representando um aumento médio de aproximadamente 1,9%.

Embora a diferença numérica possa parecer irrelevante, ela é signi�cativa dentro do contexto da função de

recompensa utilizada, principalmente considerando que o agente precisou percorrer distâncias maiores para

evitar os congestionamentos e maximizar sua recompensa acumulada. Esses resultados demonstram que o

agente aprendeu a realizar o custo-benefício entre a distância percorrida e penalizações por obstáculos no

ambiente.

A Figura 5.22 apresenta os caminhos ideais inferidos pelo agente para o cenário com congestiona-

mento, mostrando as rotas escolhidas para evitar os nós penalizados.

Figura 5.9: Experimento 1 - Resultado do agente ao enfrentar congestionamento nos nós 3 e 17.

5.2.3.3 Cenário 3 - Rotas com nós em chamas

De forma semelhante ao cenário anterior, onde o objetivo foi avaliar a capacidade do agente de aprender

situações com apenas congestionamento, este novo cenário pretende analisar o comportamento do agente

na presença exclusiva de nós em chamas. Serão realizadas duas inferências distintas, a primeira conside-

rando o nó 25 como obstáculo de fogo, e a segunda com o nó 49. O objetivo é veri�car se o agente consegue

adaptar suas rotas de fuga ao evitar essas regiões perigosas, mesmo na ausência de congestionamento.

A escolha dos nós 25 e 49 como obstáculos de fogo não foi aleatória, ambos os nós desempenham

um papel importante nas rotas de fuga, sendo frequentemente utilizados nos caminhos mais curtos até a

saída, como demonstrado na Subseção 5.2.3.1. A presença de fogo nesses nós inviabiliza o uso de alguns

caminhos dentro do ambiente, exigindo que o agente adapte sua política de decisão e busque alternativas

viáveis para alcançar a saída com segurança e a melhor recompensa acumulada possível.
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Ao con�gurar o nó 25 como um nó em chamas e realizar a comparação com o cenário inicial apresen-

tado na Subseção 5.2.3.1, observa-se que os nós iniciais 17 e 35 precisam recalcular seus caminhos até a

saída, uma vez que seus caminhos anteriores dependiam da passagem pelo nó 25, agora con�gurado como

um obstáculo. Por outro lado, os nós 4, 46, 62 e 58 não apresentam alterações em seus caminhos, pois suas

rotas de evacuação anteriormente calculadas não incluíam o nó 25.

Para comparação, foram feitas duas simulações distintas:

• Primeira análise – Caminhos anteriores forçados: Nesta simulação, embora o ambiente tenha sido

modi�cado com a introdução de nós com presença de fogo, o agente foi obrigado a seguir os mesmos

caminhos utilizados no primeiro cenário, sem obstáculos (Subseção 5.2.3.1). O objetivo é analisar

o impacto direto das penalizações na recompensa total ao manter as rotas previamente aprendidas,

sem adaptação. Os resultados estão apresentados na Tabela 5.5.

• Segunda análise – Inferência livre com base no novo ambiente: Aqui, o agente teve liberdade para

decidir seus caminhos com base na nova con�guração do ambiente, levando em conta as penalizações

associadas aos nós com presença de fogo. O objetivo é avaliar se o modelo aprendeu a evitar rotas

penalizadas, ajustando suas decisões de forma inteligente. Os trajetos inferidos pelo agente nessa

simulação estão apresentados na Tabela 5.6.

Tabela 5.5: Experimento 1 - Recompensas e distâncias ao forçar o agente a repetir os mesmos caminhos utilizados
no ambiente sem nós em chamas, agora com fogo no nó 25.

Nó Inicial Caminho Percorrido Nó com fogo Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

17 17 ! 18 ! 14 ! 19 ! 25 !
0

25 -93 190

35 35 ! 32 ! 25 ! 0 25 -45 144

Tabela 5.6: Experimento 1 - Recompensas e distâncias dos caminhos efetivamente escolhidos pelo agente ao enfren-
tar o ambiente com fogo no nó 25.

Nó Inicial Caminho Percorrido Nó com fogo Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

17 17 ! 18 ! 14 ! 11 ! 3 ! 2
! 0

25 9868 168

35 35 ! 34 ! 41 ! 50 ! 49 !
47 ! 1

25 9823 210

Percebe-se que a penalização aplicada quando o agente é forçado a atravessar um nó em chamas é

extremamente severa, resultando em recompensas negativas nos casos testados (Tabela 5.5). Esse resultado

demonstra que a função de recompensa foi e�caz em desencorajar o agente a escolher caminhos que passem

por esse tipo de obstáculo, por meio de penalizações.
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Um detalhe interessante a ser observado é o comportamento do agente em relação ao nó inicial 17. No

cenário sem fogo (Subseção 5.2.3.1), o agente percorreu uma distância maior (190) e obteve uma recom-

pensa acumulada de aproximadamente 9863. Já no cenário com o nó 25 em chamas, o agente escolheu um

caminho mais curto (168) e alcançou uma recompensa acumulada ligeiramente superior (9868).

Essa pequena diferença entre as recompensas totais sugere que, quando diferentes caminhos oferecem

recompensas �nais semelhantes, o agente tende a não considerar essas variações como signi�cativas. Isso

indica que o modelo foi capaz de aprender a evitar penalizações severas, como as causadas por atravessar

nós em chamas, mas que pequenas �utuações positivas ou negativas na recompensa �nal não in�uenciam

de forma relevante sua escolha, dados os hiperparâmetros de�nidos neste experimento.

A Figura 5.10 apresenta as trajetórias inferidas pelo agente para cada nó inicial considerado no cenário

com o nó 25 em chamas.

Figura 5.10: Experimento 1 - Resultado do agente ao enfrentar um ambiente com fogo no nó 25.

As mesmas comparações serão realizadas agora considerando o nó 49 como nó em chamas. Nesse

novo cenário, os nós iniciais 46, 58 e 62 são afetados diretamente, uma vez que todos os caminhos ideais

calculados no cenário inicial (Subseção 5.2.3.1) envolviam a passagem pelo nó 49. Dessa forma, o objetivo

é analisar como o agente adapta suas decisões para evitar o nó penalizado e ainda encontrar caminhos

seguros até a saída.

A Tabela 5.7 apresenta os resultados da simulação em que o agente foi forçado a seguir os mesmos

caminhos ideais calculados anteriormente na Subseção 5.2.3.1, mesmo com a presença de fogo no nó 49.

Já a Tabela 5.8 mostra as trajetórias efetivamente inferidas pelo agente ao se deparar com o ambiente com

obstáculo de fogo.
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Tabela 5.7: Experimento 1 - Recompensas e distâncias ao forçar o agente a repetir os mesmos caminhos utilizados
no ambiente sem nós em chamas, agora com fogo no nó 49.

Nó Inicial Caminho Percorrido Nó com fogo Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

46 46 ! 45 ! 50 ! 49 ! 47 !
1

49 -104 156

58 58 ! 55 ! 50 ! 49 ! 47 !
1

49 -136 188

62 62 ! 55 ! 50 ! 49 ! 47 !
1

49 -124 176

Tabela 5.8: Experimento 1 - Recompensas e distâncias dos caminhos efetivamente escolhidos pelo agente ao enfren-
tar o ambiente com fogo no nó 49.

Nó Inicial Caminho Percorrido Nó com fogo Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

46 46 ! 45 ! 42 ! 34 ! 32 !
25 ! 0

49 9814 239

58 58 ! 55 ! 50 ! 41 ! 34 !
32 ! 25 ! 0

49 9710 343

62 62 ! 55 ! 50 ! 41 ! 34 !
32 ! 25 ! 0

49 9722 331

Assim como no experimento anterior, as penalizações recebidas quando o caminho percorrido pelo

agente passa por um nó em chamas são bastante severas, tornando inviável para o agente escolher caminhos

que incluam o nó 49. Como consequência, o agente foi incentivado a buscar caminhos signi�cativamente

mais longos, porém mais seguros e com maiores recompensas acumuladas. Esse comportamento, assim

como o anterior, reforça a e�cácia da política aprendida na priorização de caminhos com menor risco,

ainda que exista um aumento considerável na distância percorrida.

A Figura 5.11 apresenta as trajetórias inferidas pelo agente para cada nó inicial considerado no cenário

com o nó 49 em chamas.
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Figura 5.11: Experimento 1 - Resultado do agente ao enfrentar um ambiente com fogo nó 49.

5.2.3.4 Cenário 4 - Rotas com nós em chamas e congestionamento

Por �m, esse cenário apresenta a combinação dos dois tipos de obstáculos abordados neste trabalho,

sendo a presença simultânea de nós em chamas e de congestionamentos. O objetivo dessa análise é avaliar

a capacidade do agente de lidar com múltiplos obstáculos de naturezas diferentes, adaptando sua política

de decisão para encontrar caminhos seguros até as saídas, com a melhor recompensa acumulada, mesmo

em ambientes perigosos.

Assim como no cenário anterior, este será dividido em duas etapas experimentais distintas. Na primeira

con�guração, o nó 25 será de�nido como nó em chamas, enquanto o nó 47 será tratado como nó congesti-

onado. Na segunda con�guração, o nó 49 será o nó em chamas e o nó 41 representará o congestionamento.

A escolha dos nós para representar os obstáculos de fogo e congestionamento não foi aleatória. Tanto o

nó 25 quanto o nó 47 (na primeira con�guração), assim como o nó 49 e o nó 41 (na segunda con�guração),

fazem parte das principais rotas de fuga em um cenário livre de obstáculos (Subseção 5.2.3.1). Dessa forma,

a escolha desses obstáculos força o agente a recalcular seus caminhos ideais, levando em consideração a

nova con�guração do ambiente.

Na primeira con�guração deste experimento combinado, os nós iniciais 17 e 35 são os mais impacta-

dos, uma vez que seus caminhos ideais no cenário sem obstáculos (Subseção 5.2.3.1) passavam diretamente

pelos nós 25 (agora em chamas) e 47 (agora congestionado). A Tabela 5.9 apresenta a recompensa acu-

mulada caso o agente fosse forçado a seguir os mesmos caminhos do cenário sem obstáculos, enquanto a

Tabela 5.10 mostra os novos caminhos inferidos pelo agente, considerando simultaneamente a presença de

fogo e congestionamento.
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Tabela 5.9: Experimento 1 - Recompensas e distâncias ao forçar o agente a repetir os mesmos caminhos utilizados
no ambiente sem obstáculos, agora com fogo no nó 25 e congestionamento no nó 47.

Nó Inicial Caminho Percor-
rido

Nó com
fogo

Nó con-
gestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

17 17 ! 18 ! 14 ! 19
! 25 ! 0

25 47 -93 190

35 35 ! 32 ! 25 ! 0 25 47 -45 144

Tabela 5.10: Experimento 1 - Recompensas e distâncias dos caminhos efetivamente escolhidos pelo agente ao en-
frentar o ambiente com fogo no nó 25 e congestionamento no nó 47.

Nó Inicial Caminho Percor-
rido

Nó com
fogo

Nó con-
gestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

17 17 ! 18 ! 14 ! 11
! 3 ! 2! 0

25 47 9868 168

35 35 ! 34 ! 41 ! 50
! 49 ! 48 ! 1

25 47 9818 209

Na segunda con�guração experimental, os nós iniciais mais afetados são 46, 58 e 62, onde os caminhos

em um ambiente sem obstáculos incluíam o nó 49 (agora em chamas) e o nó 41 (agora congestionado).

Novamente, a Tabela 5.11 apresenta os resultados forçando o agente a seguir os caminhos do ambiente

sem obstáculos, e a Tabela 5.12 mostra os caminhos efetivamente escolhidos pelo agente no novo ambiente

proposto.

Tabela 5.11: Experimento 1 - Recompensas e distâncias ao forçar o agente a repetir os mesmos caminhos utilizados
no ambiente sem obstáculos, agora com fogo no nó 49 e congestionamento no nó 41.

Nó Inicial Caminho Percor-
rido

Nó com
fogo

Nó con-
gestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

46 46 ! 45 ! 50 ! 49
! 47 ! 1

49 41 -104 156

58 58 ! 55 ! 50 ! 49
! 47 ! 1

49 41 -136 188

62 62 ! 55 ! 50 ! 49
! 47 ! 1

49 41 -124 176
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Tabela 5.12: Recompensas e distâncias dos caminhos efetivamente escolhidos pelo agente ao enfrentar o ambiente
com fogo no nó 49 e congestionamento no nó 41.

Nó Inicial Caminho Percor-
rido

Nó com
fogo

Nó con-
gestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

46 46 ! 45 ! 42 ! 34
! 32 ! 25 ! 0

49 41 9814 239

58 58 ! 55 ! 50 ! 45
! 42 ! 34 ! 32 !
25 ! 0

49 41 9692 361

62 62 ! 55 ! 50 ! 45
! 42 ! 34 ! 32 !
25 ! 0

49 41 9704 349

Com os resultados apresentados nas Tabelas 5.10 a 5.12, entende-se que o agente aprendeu a evitar,

tanto os nós congestionados quanto os nós em chamas. Em ambas as con�gurações, percebe-se que, ao

ser forçado a seguir os caminhos da Subseção 5.2.3.1, onde não existia nenhum obstáculo no ambiente, o

agente acumulou recompensas extremamente baixas e negativas, devido à penalização por passar por nós

em chamas e congestionados. Por outro lado, ao ter liberdade para recalcular suas rotas, o agente foi capaz

de encontrar caminhos alternativos que, embora apresentem distâncias maiores, resultam em recompensas

mais altas.

Esse comportamento reforça a capacidade de generalização e adaptação da política aprendida, demons-

trando que o agente não apenas memoriza rotas �xas, mas consegue tomar decisões com base nas condições

dinâmicas do ambiente. O equilíbrio entre evitar penalizações severas e minimizar a distância percorrida

�ca claro nas escolhas feitas pelo agente quando encontra um ambiente com múltiplos obstáculos.

A Figura 5.12 apresenta os caminhos inferidos pelo agente na primeira con�guração, com fogo no nó

25 e congestionamento no nó 47. Já a Figura 5.13 mostra os trajetos escolhidos na segunda con�guração,

com fogo no nó 49 e congestionamento no nó 41.
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Figura 5.12: Experimento 1 - Resultado do agente ao enfrentar um ambiente com fogo no nó 25 e congestionamento
no nó 47.

Figura 5.13: Experimento 1 - Resultado do agente ao enfrentar um ambiente com fogo no nó 49 e congestionamento
no nó 41.
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5.3 EXPERIMENTO 2

No segundo experimento, foi utilizada uma planta baixa combinada do primeiro piso e do segundo piso

do laboratório SG11 da Universidade de Brasília. A planta baixa e o grafo correspondente a essa planta

podem ser visualizados na Figura 5.14. Vale ressaltar que, neste edifício, existem apenas duas saídas de

emergência, o que indica que o dimensionamento do edifício não atende de forma ideal às exigências de

segurança. A Figura 5.15 é a representação apenas do grafo desse ambiente e apresenta de forma mais

clara como o ambiente está representado.

Conforme as de�nições apresentadas na Subseção 2.6.2, o grafo do experimento 2 possui ordem 119,

tamanho 142 e densidade aproximada de0;0202, caracterizando um grafo esparso. Na Figura 5.15, os

nós destacados em verde representam as saídas de emergência, enquanto os nós em azul correspondem

a ambientes internos que não são pontos de saída. Especi�camente, os nós 0 e 1 foram de�nidos como

os pontos de saída deste grafo. É importante destacar que os nós representam não apenas os cômodos

fechados, mas também os corredores, pois estes participam do trajeto das rotas de fuga. Além disso,

janelas não foram consideradas como saídas de emergência nesta modelagem.

5.3.1 Con�gurações do Experimento

Os hiperparâmetros adotados no Experimento 2 estão apresentados na Tabela 5.13. Nota-se que a

penalização aplicada aos nós em chamas foi maior do que no experimento anterior. Isso ocorre porque as

distâncias entre os nós, medidas empixels, não foram normalizadas. Como neste experimento as distâncias

até a saída são maiores, foi necessário aumentar a penalização associada ao fogo, de modo a manter sua

in�uência proporcional sobre a decisão do agente.

Tabela 5.13: Hiperparâmetros utilizados no Experimento 2.

Hiperparâmetro Valor
Beta 1

Learning Rate 1e-2
Batch Size 240
Buffer Size 4000
Iterações 140000
Gamma 0.9
Epsilon 0.7

Número de agentes virtuais 20
Threshold de congestionamento 5

Recompensa de saída 10000
Recompensa de fogo -15000

Recompensa de movimento inválido-5000
Recompensa de movimento válido-1 * distância
Recompensa de congestionamento-3000 * taxa de congestionamento

Além disso, em comparação com o experimento 1, observa-se que o número de iterações do agente

dentro do ambiente será consideravelmente maior. Isso ocorre porque o grafo utilizado no experimento 2
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Figura 5.14: Grafo e planta baixa dos dois pisos do laboratório SG11 da Universidade de Brasília (UnB). O arquivo
original, em alta resolução, está disponível em: [4].
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Figura 5.15: Grafo correspondente à planta baixa dos dois pisos do laboratório SG11 da Universidade de Brasília
(UnB).
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possui um tamanho signi�cativamente maior, exigindo mais iterações até que o agente consiga compreen-

der todas as con�gurações possíveis para cada um dos nós.

Assim como no experimento anterior, as métricas de avaliação utilizadas no treinamento foram: a

função de perda, a recompensa média, o desvio padrão da recompensa, a proporção entre exploração e

explotação, a quantidade de passos percorridos em cada episódio e a perda MSE.

O treinamento foi realizado permitindo a seleção aleatória do nó inicial do agente a cada término de

trajeto bem-sucedido, bem como a escolha aleatória dos nós em chamas e dos nós com congestionamento.

5.3.2 treinamento

O treinamento do agente, com os obstáculos de fogo e de congestionamentos, teve duração total de

2 horas, 35 minutos e 29 segundos. Durante esse processo, o agente executou aproximadamente 140.000

iterações, distribuídas ao longo de 12.235 episódios no ambiente simulado.

Os resultados da relação entre exploração e explotação estão apresentados na Figura 5.16. Observa-se

que, ao longo das interações com o ambiente, a taxa de exploração diminui progressivamente, enquanto a

de explotação aumenta. Esse comportamento é resultado da estratégia adotada para controlar a exploração,

conforme descrito na Subseção 2.3.1 e implementada no Algoritmo 3, apresentado na Subseção 4.2.1.

Figura 5.16: Relação entre as taxas de exploração e explotação ao longo do treinamento no Experimento 1.

Os resultados referentes à quantidade de passos (iterações) necessários para que o agente conclua um

episódio estão apresentados na Figura 5.17. Observa-se que, ao longo dos episódios, o agente aprende

progressivamente os melhores caminhos, exigindo um número menor de passos para alcançar a saída.

Os resultados referentes à média das recompensas recebidas a cada iteração com o ambiente estão
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Figura 5.17: Resultados referente a quantidade de passos necessários para concluir um episódio no Experimento 2.

apresentados na Figura 5.18, enquanto a variância das recompensas é exibida na Figura 5.19. Observa-se

que, com o passar do tempo, o agente aprende a maximizar suas recompensas, ao mesmo tempo em que

reduz a variabilidade dos valores recebidos.

Por �m, os resultados da perda (loss) estão apresentados na Figura 5.20. Esse resultado é bastante

signi�cativo, pois mostra que a função de perda escolhida, o erro quadrático médio (MSE), descrita na

Subseção 4.2.4 na Equação 4.7, diminui a cada iteração do agente com o ambiente, indicando que ele está

de fato aprendendo seu objetivo �nal.

5.3.3 Visualização das Rotas Aprendidas

Nesta seção, são apresentados exemplos de trajetórias aprendidas pelo agente após o processo de treina-

mento, demonstrando sua capacidade de adaptação a diferentes con�gurações do ambiente. Serão demons-

trados cenários em que o agente precisa encontrar a melhor rota até a saída, sem inserção de obstáculos.

Também serão abordados casos onde serão inseridos os obstáculos de congestionamento, obstáculo de fogo

e, por �m, um cenário combinado com os dois obstáculos acontecendo simultaneamente.

5.3.3.1 Cenário 1 - Rotas sem Obstáculos

Este cenário representa a con�guração mais simples para o processo de aprendizado, sendo o trajeto

ideal entre a posição inicial do agente e a saída do edifício. Nele, não há a presença de congestionamentos

ou outros obstáculos, sendo assim, o agente tem total liberdade para escolher sua rota de evacuação. Assim,
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Figura 5.18: Resultados referente a média das recompensas do Experimento 2.

o único critério de decisão adotado pelo agente é a busca pelo caminho mais curto, levando-o a selecionar

a saída mais próxima com a menor distância percorrida.

Todas as rotas calculadas para cada nó do grafo individualmente podem ser consultadas na Tabela 2 do

Apêndice I.1. Observa-se que o agente foi capaz de aprender o caminho até a saída a partir de todos os nós

do ambiente. Isso demonstra que uma das principais etapas do objetivo foi atingida: entender quais são os

nós de saída e identi�car que eles representam o objetivo �nal a ser alcançado.

Para ilustrar esse cenário, foram considerados cinco nós distintos, localizados em diferentes regiões do

grafo: 66, 73, 92, 105 e 119. Esses nós foram escolhidos por estarem situados no piso superior, enquanto,

no experimento anterior, foram analisados nós do piso inferior. A Tabela 5.14 apresenta os nós iniciais e

os respectivos caminhos percorridos pelo agente até alcançar um dos nós de saída.

Tabela 5.14: Experimento 2 - Caminhos percorridos pelo agente em um ambiente sem obstáculos, com as respectivas
recompensas (Subseção 4.2.2) e distâncias aproximadas (Subseção 4.1.2.1).

Nó Inicial Caminho Percorrido Recompensa
Aproximada
(r � 103)

Distância Aproxi-
mada (d � 103)

66 66 ! 67 ! 70 ! 77 ! 80 ! 64 ! 0 9799 436
73 73 ! 70 ! 77 ! 80 ! 64 ! 0 9838 397
92 92 ! 83 ! 80 ! 64 ! 0 9825 410
105 105 ! 104 ! 101 ! 96 ! 91 ! 83

! 80 ! 80 ! 64 ! 0
9634 601

119 119! 117! 109! 101! 96 ! 91
! 83 ! 80 ! 80 ! 64 ! 0

9573 662
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Figura 5.19: Resultados referente a variância das recompensas do Experimento 2.

A Figura 5.21 ilustra visualmente os caminhos aprendidos pelo agente a partir dos nós escolhidos

anteriormente. Observa-se que o agente foi capaz de identi�car caminhos e�cientes em termos de distância

e recompensa acumulada. Interessante notar que nessa simulação, todos os nós utilizam caminhos que

levam a saída pelo nó 0.

Além disso, como já observado no experimento 1, a recompensa acumulada tende a ser maior quando a

distância até a saída é menor, reforçando a correlação entre o critério de recompensa adotado e a e�ciência

da trajetória. Essa relação indica que o agente aprendeu a associar trajetos mais curtos a um melhor

desempenho, reconhecendo a distância como um fator relevante a ser considerado.

5.3.3.2 Cenário 2 - Rotas com congestionamento

Como o agente foi treinado considerando os cenários com presença de fogo, congestionamento e a

combinação de ambos, é possível simular um ambiente contendo apenas congestionamento. A análise

desse cenário é relevante para a pesquisa, pois ajuda a entender de forma mais clara como o agente responde

especi�camente a esse tipo de obstáculo, sem a interferência de outros fatores, como o fogo.

Nesse cenário 2 foram escolhidos dois nós para simulação de congestionamento no ambiente, sendo

eles os nós 64 e 91, ambos com 6 agentes virtuais representando as áreas de alta densidade. Esses nós

tiveram papel importante no cenário anterior (Subseção 5.3.3.1), sendo utilizados como parte dos caminhos

ideais calculados.

Com a adição desses congestionamentos, o objetivo desta etapa é avaliar a capacidade de adaptação do

agente com mudanças nas condições do ambiente, avaliando se ele consegue evitar os nós congestionados
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Figura 5.20: Resultados referente a perda das recompensas do Experimento 2.

e, ao mesmo tempo, encontrar rotas e�cientes e seguras até a saída.

É importante destacar que os cenários com congestionamento em diferentes nós foram simulados se-

paradamente, mas serão apresentados em conjunto para facilitar a otimização e a análise comparativa dos

resultados. Também será adotada a mesma abordagem utilizada no experimento anterior, apresentada na

Subseção 5.2.3.2, com a apresentação dos resultados de duas simulações distintas para �ns de comparação:

• Primeira análise – Caminhos anteriores forçados: Nesta simulação, embora o ambiente tenha sido

modi�cado para a inserção de nós congestionados, o agente foi obrigado a seguir os mesmos ca-

minhos utilizados no cenário anterior, sem obstáculos (Subseção 5.2.3.2). O objetivo é analisar o

impacto direto das penalizações na recompensa total ao manter as rotas anteriormente aprendidas.

Os resultados estão apresentados na Tabela 5.15.

• Segunda análise – Inferência livre com base no novo ambiente: Aqui, o agente teve liberdade para

decidir seus caminhos com base na nova con�guração do ambiente, levando em conta as penaliza-

ções associadas aos nós congestionados. O objetivo é avaliar se o modelo aprendeu a evitar rotas

penalizadas, ajustando suas decisões de forma inteligente. Os trajetos inferidos pelo agente nessa

simulação estão apresentados na Tabela 5.16.
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Figura 5.21: Experimento 2 - Resultado do agente em um ambiente sem obstáculos.
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Tabela 5.15: Experimento 2 - Recompensas e distâncias ao forçar o agente a repetir os mesmos caminhos utilizados
no ambiente sem congestionamento, agora com congestionamento nos nós 64 e 91.

Nó Inicial Caminho Percorrido Nó congestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

66 66 ! 67 ! 70 ! 77 ! 80 !
64 ! 0

64 9299 436

73 73 ! 70 ! 77 ! 80 ! 64 !
0

64 9338 397

92 92 ! 83 ! 80 ! 64 ! 0 64 9325 410
105 105! 104! 101! 96 ! 91

! 83 ! 80 ! 80 ! 64 ! 0
91 9134 601

119 119! 117! 109! 101! 96
! 91 ! 83 ! 80 ! 80 ! 64
! 0

91 9073 662

Tabela 5.16: Experimento 2 - Recompensas e distâncias dos caminhos efetivamente escolhidos pelo agente ao en-
frentar o ambiente com congestionamento nos nós 64 e 91.

Nó Inicial Caminho Percorrido Nó congestio-
nado

Recompensa
Aproximada
(r � 103)

Distância
Aproximada
(d � 103)

66 66 ! 67 ! 70 ! 77 ! 80 !
64 ! 0

64 9299 436

73 73 ! 70 ! 77 ! 80 ! 64 !
0

64 9338 397

92 92 ! 83 ! 80 ! 64 ! 0 64 9325 410
105 105! 104! 101! 96 ! 98

! 41 ! 50 ! 49 ! 47 ! 1
91 9519 525

119 119! 117! 109! 101! 96
! 98 ! 41 ! 50 49! 47 !
1

91 9459 586

Comparando as Tabelas 5.15 e 5.16, observa-se que, em alguns nós iniciais, a recompensa acumulada

�nal é menor quando o agente percorre os mesmos caminhos do cenário anterior, agora em um ambiente

com congestionamento. Isso indica que, nesses casos, quando o agente tem a liberdade para encontrar o

caminho alternativo ideal, o agente optou por realizar desvios que resultaram em uma melhor recompensa

total. Por outro lado, há situações em que o agente manteve o caminho original, mesmo com a presença

de congestionamento, por avaliar que, mesmo com a presença desse obstáculo, esse caminho ainda é mais

vantajoso do que realizar um desvio. Esses comportamentos demonstram que o agente é capaz de ponderar

entre manter um caminho ou desviá-lo, com base no custo-benefício da recompensa acumulada.

Embora o agente receba penalizações por passar por nós congestionados, ele aprendeu a avaliar o

custo-benefício de suas decisões. Quando o caminho alternativo representa um aumento signi�cativo no

tamanho do trajeto, o agente opta por enfrentar o congestionamento, desde que isso proporcione uma

saída, em sua opinião, mais e�ciente. Esse comportamento é observado nos caminhos escolhidos a partir

dos nós 66, 73 e 92, que percorrem a mesma rota com ou sem o congestionamento no nó 64, indicando que,
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mesmo penalizado, esse ainda é o caminho mais e�ciente em termos de recompensa acumulada e distância

percorrida no entendimento do agente.

Neste trabalho, optou-se por atribuir uma penalidade negativa baixa aos nós congestionados, visando

permitir que o agente aprenda a evitá-los apenas quando for vantajoso em termos da recompensa acumu-

lada aproximada total, e não de forma absoluta. Essa abordagem é o contrário da recompensa para os nós

atingidos por fogo, nos quais a penalização escolhida foi severa, forçando o agente a evitá-los independen-

temente da distância envolvida.

Uma observação interessante é que para os nós 105 e 119, observa-se que os caminhos alternativos

escolhidos, que evitam o nó congestionado 91, passam a utilizar o nó 1 como saída. No entanto, esses

novos caminhos apresentam recompensas signi�cativamente menores em comparação com os resultados

do cenário sem congestionamento, apresentados na Tabela 5.14. Esse resultado reforça a decisão inicial do

agente no cenário 1, em que o caminho que leva à saída pelo nó 0 foi considerado mais vantajoso. Assim,

�ca evidente que, na ausência de congestionamento, o agente avaliou corretamente que o caminho que leva

a saída do nó 0 oferecia maior recompensa acumulada e, portanto, era a opção mais e�ciente.

A Figura 5.22 apresenta os caminhos ideais inferidos pelo agente para o cenário com congestionamen-

tos, evidenciando as rotas escolhidas para evitar ou não os nós penalizados.
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